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Synopsis:

I dette projekt bliver teori omkring kausal
inferens gennemgaet. Dette omhandler den
gennemsnitlige kausale effekt, kausalitet ver-
sus association, randomiserede eksperimen-
ter, standardisering og invers sandsynligheds-
vagtning (IP vaegtning). Der ses ogsa pa be-
greberne ombyttelighed, positivitet og konsi-
stens af observationsstudier, som benyttes til
kausal inferens. Derefter ses der pa, hvordan
disse modeller grafisk kan afbildes, og hvil-
ke egenskaber, der kommer fra dette. Til sidst
behandles et datasat, hvor den gennemsnitli-
ge kausale effekt af rygestop pa BMI-forskel

estimeres.

Rapportens indhold er frit tilgeengeligt, men offentligggrelse (med kildeangivelse) ma kun ske efter aftale med forfatterne.
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Indledning

I dette projekt tages der udgangspunkt i teorien om kausal inferens, hvorefter der ses pa an-
vendelse af teorien pa et dataszt, som omhandler Framingham Heart Study. Studiet startede i
1948 og sluttede 1 1968, og 1 starten var der 5209 individer med 1 studiet. Studiet undersggte,
om individerne havde risikofaktorer, som kunne forarsage hjerte-kar-sygdomme. Et eksempel

pa risikofaktor er et individs historie om rygning.

1.1 Problemafgraensning

I dette projekt fokuseres der pa teorien om kausal inferens, sa databehandlingen er til for at
afprgve teorien i praksis, hvor der undersgges, om rygestop har nogen effekt pA BMI. I teorien
ses der kun pa to metoder inden for estimation, og hvordan kausale modeller grafisk kan afbil-
des. Datasattet bliver anvendt til at lave et nyt dataset ved at udvalge specifikke variabler fra

Framingham Heart Study. Dette ggres for at afprgve teorien pa et mere simpelt dataset.

1.2 Problemformulering

¢ Hvordan kan kausalitet estimeres?

* Hvordan kan der tages hgjde for flere variabler, som muligvis har indflydelse pa den

interessante variabel?

* Har rygestop en kausal effekt pa BMI? Hvis ja, hvor stor er effekten?




Teori

2.1 En definition af kausal effekt

Dette afsnit er baseret pa kapitel 1 i [17]], hvis ikke andet er angivet.

2.1.1 Individuelle kausale effekter

Betragt Zeus, som er en patient, der venter pa en hjertetransplantation. Den 1. januar far han et
nyt hjerte, og fem dage senere dgr han. Antag, at det kan vides, at hvis Zeus ikke fik en hjerte-
transplantation den 1. januar, ville han vare 1 live fem dage senere. Med denne information ville
de fleste veere enige om, at transplantationen var arsagen til Zeus’ dgd. Hjertetransplantationen

havde en kausal effekt pa Zeus’ fem dages overlevelse.

En anden patient, Hera, fik ogsa en hjertetransplantation den 1. januar. Fem dage senere var hun
i live. Antag, at det kan vides, at hvis ikke Hera fik et hjerte den 1. januar ville hun stadig have
veret i live fem dage senere. Dermed havde transplantationen ikke en kausal effekt pa Heras

fem dages overlevelse.

Dette illustrerer, hvordan menneskers fornuft om kausale effekter fungerer: Nar en handling A
finder sted, sammenlignes udfaldet med, hvis handlingen A er tilbageholdt. Hvis de to udfald er
forskellige, har handlingen A en kausal effekt, forarsagende eller preeventiv, pa udfaldet. Ellers
siges det, at handlingen A ingen kausal effekt har pa udfaldet. Handlingen A kaldes ogsa et

indgreb, en eksponering eller en behandling.

Betragt en binar behandlingsvariabel A (1: behandlet, O: ikke behandlet) og en bingr udfaldsva-
riabel Y (1: dgd, O: ikke dgd). Variabler som A og Y, der kan have forskellige verdier for
forskellige individer, kaldes stokastiske variabler. Lad Y°=! (Y under behandling a = 1) vare
udfaldsvariablen, som ville have varet observeret under behandling a = 1, og Y*=° (Y under
behandling a = 0) vere udfaldsvariablen, som ville have varet observeret under behandling
a = 0. Y%= og Y=Y er ogsé stokastiske variabler. Zeus har Y*=! = 1 og Y%= = 0, da han
dgde efter behandling, men han ville have overlevet uden behandling, mens Hera har Y%=! = (

og Y%=0 = (), da hun overlevede efter behandling og ogsa ville have overlevet uden behandling.
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Definition 2.1.1 (Kausal effekt for et individ)
Behandlingen A har en kausal effekt pa et individs udfald Y, hvis Y2=! £ Y=0 for

individet.

Dermed har behandlingen en kausal effekt pa Zeus’ udfald, da Y*=! = 1 # 0 = Y%=°, men ik-
ke pa Heras udfald, da Y= = 0 = Y%=0, Variablerne Y*=! og Y *=° kaldes potentielle udfald
eller kontrafaktiske udfald.

Et af de kontrafaktiske udfald (det, der svarer til behandlingen, som individet fik) er faktisk
faktuel for ethvert individ. For eksempel, da Zeus faktisk var behandlet (A = 1), er hans kon-
trafaktiske udfald under behandling Y*=! = 1 lig med hans observerede udfald (Y = 1). Et in-
divid med observeret behandling A lig med a har observeret udfald Y lig med sit kontrafaktiske
udfald Y. Denne lighed kan udtrykkes som Y = Y4, hvor A betegner det kontrafaktiske Y
evalueret ved vaerdien a svarende til individets observerede behandling A. Ligheden Y = Y4

kaldes konsistens.

Individuelle kausale effekter er defineret som en kontrast af vardierne af kontrafaktiske udfald,
men kun et af disse udfald er observeret for hvert individ - det ene svarende til behandlin-
gen, som individet faktisk oplevede. Alle andre kontrafaktiske udfald forbliver uobserverede.
Pa grund af manglende data kan individuelle kausale effekter ikke identificeres, det vil sige, at

de ikke kan udtrykkes som en funktion af det observerede data.

I neste underafsnit vises der, hvordan der kan estimeres, om der er en kausal effekt ved anven-

delse af det, der kaldes gennemsnitlig kausal effekt.

2.1.2 Gennemsnitlige kausale effekter

Der er brug for tre informationer til at definere en individuel kausal effekt: et udfald, handlinger-
ne a = 1 og a = 0 skal sammenlignes, og individets kontrafaktiske udfald Y =% og Y= skal
sammenlignes. Men da det generelt ikke er muligt at identificere individuelle kausale effekter,
introduceres nu den gennemsnitlige kausale effekt i en population af individer. For at definere
det er der brug for tre informationer: et udfald, handlingerne @ = 1 og a = 0 skal sammenlig-

nes, og en veldefineret population af individer hvis udfald Y%= og Y%=! skal sammenlignes.

Ya:O Ya:l
Rheia 0
Kronos 1 0




Demeter 0 0
Hades 0 0
Hestia 0 0

Poseidon 1 0

Hera 0 0
Zeus 0 1

Artemis 1 1

Apollo 1 0
Leto 0 1
Ares 1 1

Athena 1 1

Hephaustus 0 1
Aphrodite 0 1
Cyclope 0 1
Persephone 1 1

Hermes 1 0
Hebe 1 0

Dionysus 1 0

Tabel 2.1

Eksempel 2.1.2

Betragt Zeus’ familie som populationen. Tabel viser de kontrafaktiske udfald under bade
behandling (a = 1) og ingen behandling (a = 0) for alle 20 individer i populationen. Betragt
den sidste sgjle: udfaldet Y%=!, som ville have veret observeret for hvert individ, hvis de havde
faet behandlingen (en hjertetransplantation). Halvdelen af individerne af populationen (10 ud af
20) ville veere dgde, hvis de havde faet en hjertetransplantation. Det vil sige, at sandsynligheden
kan opskrives som P(Y*=! = 1) = 10/20 = 0.5. Tilsvarende fra den anden sgjle i Tabel
kan det konkluderes, at halvdelen af individerne i populationen (10 ud af 20) ville vare dgde,
hvis ikke de fik en hjertetransplantation. Det vil sige, at sandsynligheden kan opskrives som
P(Y*=" = 1) = 10/20 = 0.5. Den kontrafaktiske risiko under behandling blev beregnet til at
vare (.5 ved at telle antallet af dgdsfald (10) og dividere det med det totale antal af individer
(20), hvilket er det samme som at beregne gennemsnittet af de kontrafaktiske udfald over alle
individer i populationen. For at se sammenh@ngen mellem risiko og gennemsnit for et binar
udfald kan data i Tabel anvendes til at bestemme gennemsnittet af Y=, 0

Nu ses der pa definitionen for en gennemsnitlig kausal effekt i en population.
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Definition 2.1.3 (Gennemsnitlig kausal effekt)
En gennemsnitlig kausal effekt af behandling A pa udfald Y er til stede, hvis

PY*='=1)#PY*="=1)
i populationen. For ikke-bin@re udfald anvendes

E[Y*=Y £ E[Y*™).

Fra eksempel [2.1.2] vides det, at under denne definition har behandling A ikke en gennemsnit-
lig kausal effekt pa udfald Y i populationen, da bade risikoen for dgdsfald under behandling
P(Y*=! = 1) og risikoen for dgdsfald under ingen behandling P(Y*=" = 1) er 0.5. Det har
ingen betydning, om alle eller ingen af individerne far en hjertetransplantation: Halvdelen af
dem ville dg i begge tilfelde. Hvis den gennemsnitlige kausale effekt i en population er nul,

ligesom her, siges det, at nulhypotesen om ingen gennemsnitlig kausal effekt er sand.

Eksempel 2.1.4

Flere versioner af behandling. Definitionen af et kontrafaktisk udfald under behandlingsver-
di a antager ogsa implicit, at der kun er en version af behandlingsverdi A = a. Det blev for
eksempel tidligere sagt, at Zeus ville dg, hvis han fik en hjertetransplantation. Denne udmel-
ding antager implicit, at alle hjertetransplantationer er udfgrt af den samme kirurg med samme
procedure og udstyr. Det vil sige, at der kun er en version af behandlingen “hjertetransplanta-
tion”. Hvis der var flere versioner af behandling (eksempelvis kirurger med forskellige evner),
er det muligt, at Zeus ville overleve, hvis hans transplantation var udfgrt af Asclepios, og ville
dg, hvis hans transplantation var udfgrt af Hygieia. I forhold til flere versioner af behandling
er det kontrafaktiske Y;* for et individ ¢ ikke veldefineret, da et individs udfald athenger af
versionen af behandling a. Hvis der er flere versioner af behandling, er ”den kausale effekt af
hjertetransplantation pa Zeus’ udfald” ikke veldefineret. Derfor er det ngdvendigt at referere til
”den kausale effekt af hjertetransplantation pa Zeus’ udfald hvis Asclepios udfgrer operationen”
eller ”den kausale effekt af hjertetransplantation pa Zeus’ udfald hvis Hygieia udfgrer opera-
tionen”. Hvis andre komponenter af behandling (eksempelvis procedure, sted) ogsa er relevant
til udfaldet, kan det vere ngdvendigt at referere til ”den kausale effekt af hjertetransplantation
pa Zeus’ udfald hvis Asclepios udfgrer operationen ved anvendelse af hans stang ved templet
pa Kos”, da den kausale effekt af behandling pa Zeus’ udfald kan variere for hver version af
behandling. |

Fravar af en gennemsnitlig kausal effekt medfgrer ikke fravaer af individuelle effekter. Tabel
viser, at behandling har en individuel kausal effekt pa 12 individer (herunder Zeus) af popu-

lationen da, for hver af disse 12 individer er verdierne af deres kontrafaktiske udfald Y*=! og
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Y 2=0 forskellige. Ud af de 12 var 6 skadet af behandling, herunder Zeus (Y*=! —Y =0 = 1), og
6 blev hjulpet (Y*=! — Y=0 = —1). Denne lighed er ikke en fejl: Den gennemsnitlige kausale
effekt E[Y '] — E[Y 7] er altid lig med gennemsnittet E[Y*=! — Y9=9] af de individuelle
kausale effekter Y= — Y*=0, Hyvis der ikke er nogen kausal effekt for et individ i populatio-
nen, eksempelvis Y%= = Y=Y for alle individer, siges det, at den skarpe kausale nulhypotese

er sand. Den skarpe kausale nulhypotese medfgrer nulhypotesen om ingen gennemsnitlig effekt.

Det viser sig, at gennemsnitlige kausale effekter nogle gange kan identificeres fra data, selv
hvis individuelle kausale effekter ikke kan. Herefter refereres “gennemsnitlige kausale effek-
ter” som “kausale effekter” og nulhypotesen om ingen gennemsnitlig effekt som den kausale

nulhypotese.

Eksempel 2.1.5

Kausale effekter i populationen. Lad F[Y %] vere det middel kontrafaktiske udfald hvis alle
individer i populationen fik behandlingsverdi a. For diskrete udfald er middelverdien E[Y ]
defineret som den vegtede sum Zy ypya(y) over alle mulige veerdier y af den stokastiske va-
riabel Y%, hvor py.(-) er pmf af Y, det vil sige py«(y) = P(Y* = y). For binzr udfald er
E[Y®] = P(Y® = 1). For kontinuerte udfald er F[Y*] defineret som et integral [y fya(y)dy
over alle mulige verdier y af den stokastiske variabel Y, hvor fy.(-) er pdf af Y. En almin-
delig repraesentation af middelvaerdien, som anvendes pa bade diskrete og kontinuerte udfald er
E[Y® = [ ydFy(y), hvor Fy(-) er cdf for den stokastiske variabel Y. Hvis E[Y?] # E[Y¥]

for to vaerdier a og o’ siges det, at der er en ikke-nul gennemsnitlig kausal effekt i populationen.

Den gennemsnitlige kausale effekt, som er defineret af en kontrast af middelvardier af kontra-
faktiske udfald, er det mest almindeligt anvendte mal for den kausale effekt i en population.
En populations kausal effekt kan dog ogsa defineres som en kontrast af funktionaler, herunder
medianer, varianser, hazards eller cdf’er af kontrafaktiske udfald. Generelt kan en populations
kausale effekt defineres som en kontrast af enhver funktional af de marginale fordelinger af
kontrafaktiske udfald under forskellige handlinger eller behandlingsvardier. For eksempel er
populations kausal effekten af variansen defineret som var(Y*=') — var(Y*=°), hvilket er nul
for populationen i Tabel da fordelingen af Y*=! og Y%=! er identiske (begge har 6 dgdsfald
ud af 20). Ligheden af disse fordelinger medfgrer, at for enhver funktional, er populationens
kausale effekt pa det funktionale nul. Forskellen var(Y*=!) — var(Y*=°) er generelt ikke lig
med variansen af individuelle kausale effekter var(Y*=! — Y*=Y). For eksempel, i Tabel
da Y*=! — Y%=0 jkke er en konstant (—1 for 6 individer, 1 for 6 individer og 0 for 8 indivi-
der), sd er var(Y*=! — Y*=0) > 0 = var(Y*=!) — var(Y*="). Det er muligt at bestemme
var (Y= — var(Y*=Y) fra data i et tilfeldigt eksperiment, men ikke var(Y*=! — Y%=9) da

det ikke er muligt at observere bade Y%= og Y*=" simultant for et individ, og dermed er kova-

6



riansen af Y%=! og Y%=0 ikke identificeret. Dette er sandt, ikke kun for variansen, men ogsé for

enhver ikke-linear funktional (eksempelvis median og hazard). 0

Hernzast beskrives forskellige mal for stgrrelsen af en kausal effekt.

2.1.3 Mal af kausal effekt

Det er vist, at behandlingen “hjertetransplantation” A ikke har nogen kausal effekt pa udfaldet
”Dgd” Y i populationen af 20 familiemedlemmer af Zeus. Den kausale nulhypotese holder, da
de to kontrafaktiske risikoer P(Y*=! = 1) og P(Y%=" = 1) er lig hinanden med verdi 0.5. Der
er forskellige mader at reprasentere den kausale nulhypotese. Et eksempel kan vere, at risikoen
P(Y*=l=1) - P(Y*=" =1) = 0, eller at risikoen P(Y*=! =1)/P(Y*=" =1) = 1.

Definition 2.1.6 (Kausale effektmal)
Reprasentationerne af den kausale nulhypotese ser ud pa fglgende mader
e P(Y&1=1)-P(Y*%=1)=0,

P(ye=l=r)
P(Y*=0=1)
P(ye=l=1)/P(Yo=1=0)
P(Y=0=1)/P(Y=0=0)

=1,

=1,
hvor ventre side af lighederne kaldes henholdsvis den kausale- risiko forskel, risiko ratio

og odds ratio.

Antag nu, at en anden behandling A, rygning, har en kausal effekt pa et andet udfald Y, lunge-
kreft, i populationen. Den kausale nulhypotese holder ikke, altsd P(Y*=! = 1) # P(Y*=0 =
1). I denne situation er den kausale risiko forskel, risiko ratio og odds ratio ikke lig med hen-
holdsvis 0, 1 og 1. I stedet for kvantificerer disse kausale parametre styrken af den samme
kausale effekt pa forskellige skalaer. Da den kausale- risiko forskel, risiko ratio og odds ratio

maler den kausale effekt, kaldes de for kausale effektmal, altsa mal af den kausale effekt.

Hvert effektmal kan blive anvendst til forskellige formal. For eksempel i en stor population, hvor
3 ud af en million individer udvikler udfaldet, hvis behandlingen gives, og 1 ud af en million
individer udvikler udfaldet, hvis de ikke bliver behandlet. Den kausale risiko ratio er 3, og den
kausale risiko forskel er 0.000002. Den kausale risiko ratio (multiplikativ skala) er anvendt til
at beregne, hvor mange gange behandling, relativ til ingen behandling, gger sygdomsrisikoen.
Den kausale risiko forskel (additiv skala) er anvendt til at beregne absolutte antal af tilfaelde af
sygdommen, der tilskrives behandlingen. Anvendelse af disse mal afh@nger af hvad malet er

for inferensen.




Eksempel 2.1.7
Ngdvendigt antal at behandle. Betragt en population pa 100 millioner patienter, hvor 20 mil-
lioner dgr indenfor fem ar, hvis behandlet (¢ = 1), og 30 millioner dgr indenfor fem ar, hvis

ikke behandlet (¢ = 0). Denne information kan summeres pa flere &kvivalente mader:

* Den kausale risiko forskel er P(Y*=! =1) — P(Y*="=1)=0.2 - 0.3 = —0.1

* Hvis de 100 millioner af patienter behandles, sa er der 10 millioner ferre, der ikke dgr,
end hvis ikke blev behandlet.

* Det er ngdvendigt at behandle 100 millioner patienter, sa 10 millioner liv reddes.

* I gennemsnit skal 10 patienter behandles for at redde 1 liv.

Det gennemsnitlige antal af individer, der skal have behandling a = 1 for at reducere antallet
af tilfelde Y = 1 med 1, bliver kaldt det ngdvendige antal at behandle (NNT, number needed
to treat). I eksemplet er NNT lig med 10. For behandlinger, der reducerer det gennemsnitlige
antal tilfeelde, altsa den kausale risiko forskel er negativ, er NNT lig med den reciprokke af den
absolutte veerdi af den kausale risiko forskel:
—1
P(Yo=l =1) - P(Yo=0 =1)

NNT =

For behandlinger, der gger gennemsnittet af tilfelde, kan der symmetrisk defineres et ngdven-

digt antal for at ggre skade. O

2.1.4 Tilfeeldig variabilitet

Det kan argumenteres, at indtil videre er proceduren til at beregne effektmalene ikke plausibel,
da populationen kun bestar af 20 individer, mens det normalt handler om populationer, der er

meget stgrre.

I den lille population er der indsamlet information fra alle individerne. I praksis indsamler
forskere kun information fra en stikprgve af den interessante population. Selv hvis de kontra-
faktiske udfald af alle individer i studiet var kendte, forhindrer en stikprgve en i at beregne den
eksakte proportion af individer i populationen, der havde et udfald under behandlingsvardi a.
Dette vil sige, at sandsynligheden under ingen behandling P(Y*=° = 1) ikke kan beregnes

direkte, men den kan kun estimeres.

Betragt individerne i Tabel [2.1] Tidligere var de hele populationen, men nu antages de at veere
en tilfeldig stikprgve af en meget stgrre, ner uendelig, super-population. Den proportion af
individer i stikprgven, som dgr, hvis ikke behandlet, betegnes P(Y*=" = 1) = 10/20 = 0.5.
Proportionen af stikprgven P (Y=Y = 1) behgver ikke at vere lig med proportionen af indivi-

der, der ville dg, hvis hele super-populationen ikke blev behandlet, P(Y*=° = 1). For eksempel,
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hvis P(Y*=? = 1) = 0.57 i populationen, men péd grund af tilfeldige fejl der skete, da der er
variabilitet i stikprgver, er P(Y%=0 = 1) = 0.5 i stikprgven. Proportionen P(Y* = 1) fra
stikprgven anvendes til at estimere den tilhgrende proportion i hele populationen P(Y* = 1)

under behandlingsvardi a, hvilket vil sige, at estimatoren skal vare konsistent.

Definition 2.1.8 (Konsistent estimator [5]])
Antag, at parametermangden O er en dben delmangde af R*. En sekvens af estimatorer

t, : R® — © af parameteren 6 er konsistent, hvis

~

P
0, — 0 for n — oo,

hvis 6 er den sande parameter.

Saetning 2.1.9 (Store tals lov [[14]])
Lad X, Xs,..., X, vare i.i.d. stokastiske variabler med en endelig forventet vardi

E[X;] = p < co. Lad ogsa

X+ Xo+ -+ X,
M, — 1+ KXo + == ,
n

sa gelder M, “3 .
P(Y*® = 1) er en konsistent estimator af P(Y* = 1), da den opfylder Store tals lov [2.1.9, nar
antallet af individer i stikprgven vokser. Bemerk, at da sandsynligheden P(Y® = 1) ikke kan
beregnes, men kun estimeres med p(Y“ = 1), kan der ikke konkluderes med sikkerhed, om der

er eller ikke er en kausal effekt.

Indtil videre har der kun varet talt om variabilitet i stikprgve, men der kan vare en anden kilde
af tilfeeldig variabilitet. Det kunne vere at et individs kontrafaktiske udfald ikke er fastsat. Fgr er
der blevet kigget pa Zeus, hvor hans kontrafaktiske udfald har varet fastsat eller deterministisk,
altsd Y°=! = 1 og Y=Y = (. Med andre ord har Zeus haft 100% chance for at d¢ hvis be-
handlet, og 0% chance for at dg hvis ikke behandlet, men der kunne forestilles at vere et andet
scenarie, hvor Zeus har 90% chance for at dg hvis behandlet, og 10% chance for at dg hvis ikke
behandlet. I dette scenarie er de kontrafaktiske udfald stokastiske eller ikke-deterministiske, da
Zeus’ sandsynlighed for at dg med behandling og uden behandling ikke er enten O eller 1. Var-
dierne i Tabel [2.1 kan vare mulige udfald af tilfzeldige flip af en dgdeligheds mgnt med disse
sandsynligheder. Det forventes, at ikke alle individer har de samme sandsynligheder, da ikke

alle har samme modtagelighed for at udvikle udfaldet.

Dette giver, at i kausal inferens kommer de tilfeldige fejl fra variabilitet i stikprgve, ikke-
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deterministisk kontrafakta eller begge. Indtil videre ses der bort fra disse tilfeldige fejl.

Eksempel 2.1.10

Ikke-deterministisk kontrafakta. For ikke-deterministiske kontrafaktiske udfald, er det for-
ventede udfald under behandlingsveerdi a, E[Y*] = ypya(y) over alle mulige veerdier y af
den tilfzeldige variabel Y. Sandsynlighedsmasse funktionen er py«(-) = E[Qy(-)] 0g Qy«(y)
er en tilfeldig sandsynlighed for at have udfald Y = y under behandlingsverdi a. I eksemplet
givet for var Qy.-1(1) = 0.9 for Zeus. (For kontinuerte udfald bliver den vagtede sum erstattet

med et integral.)

Mere generelt giver en ikke-deterministisk definition af kontrafaktiske udfald ikke en bestemt
veerdi til den tilfldige variabel Y til hvert individ, men snarere en individ-specifik statistisk
fordeling Oy.(-) af Y*. Den ikke-deterministiske definition af kausal effekt er en generalise-
ring af den deterministiske definition, hvor ©y.(-) nu er en tilfeldig cdf, der kan tage verdi-
er mellem 0 og 1. Det gennemsnitlige kontrafaktiske udfald i populationen E[Y %] er lig med
E[E[Y*|Oya(+)]], derfor er

E[y*) = B / ydOy. (y)] = / YdE[Oya (y)] = / ydFy(y)

hvor Fya() = E[Oya(-)].

Hyvis det kontrafaktiske udfald er binzrt og ikke-deterministisk, er den kausale risiko ratio 1 po-
pulationen lig med den vagtede forventede veerdi, % = E[W(Oya=1(1)/Oya=0(1))],
ya=
af individets kausale effekt ©ya=1(1)/Oya=0(1) pa ratio skalaen, med vegt W = E?@L%,
ya=

givet at Oya-o(1) aldrig er lig med 0 for nogle i populationen. O

I naeste underafsnit ses der pa, hvornar det kan siges, om der er kausalitet eller association.

2.1.5 Kausalitet versus association

Selvfplgelig vil data fra virkelige studier se anderledes ud end i Tabel 2.1 For eksempel ville
man ikke kunne forvente, at vide Zeus’ udfald hvis behandlet Y*=! og Zeus’ udfald hvis ikke
behandlet Y*=°. I den virkelige verden kan kun et af disse udfald kunne observeres. Det obser-
verede udfald kaldes Y, sa for hvert individ kendes den observerede behandling A og udfaldet
Y som i fglgende tabel.

AY
Rheia 0 0
0 1

Kronos
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Data i Tabel kan anvendes til at beregne proportionen af individer, der udvikler udfaldet Y
blandt de individer i populationen, som har faet behandlingsveardi a. For eksempel er der 7 indi-
vider, der dgr (Y = 1) blandt de 13 individer, der blev behandlet (A = 1). Dette giver en risiko
for at individet dgr pa P(Y = 1|A = 1) = 7/13. Mere generelt er den betingede sandsynlighed
P(Y = 1|A = a) defineret som den proportion af individer, der udvikler udfaldet Y blandt de

individer i populationen, der har faet behandlingsveerdi a.

Uafheengighed er reprasenteret med Y L A, eller &kvivalent A 1L Y, hvilket leses som at Y

og A er uathangige. Nogle @kvivalente definitioner af uathaengighed er

Demeter
Hades
Hestia

Poseidon

Hera
Zeus

Artemis

Apollo
Leto
Ares

Athena

Hephaustus
Aphrodite
Cyclope
Persephone

Hermes

Hebe

Dionysus

O O O R R R R B B O+ = = ©O O oo oo o

Tabel 2.2

c P(Y=1A=1)—P(Y =1]A=0)=0

hvor venstre side af lighederne kaldes henholdsvis associations- risiko forskel, risiko ratio og

odds ratio.

P(Y=1|A=1)
P(Y=1|A=0)

P(Y=1|A=1)/P(Y=0|A=1)
P(Y=1|A=0)/P(Y=0|A=0)
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Definition 2.1.11 (Association)
Behandling A og udfald Y kaldes afhengige eller associeret, nar P(Y = 1|A = 1) #
P(Y = 1|4 = 0).

I populationen er behandling og udfald associeret, da P(Y = 1|A = 1) = 7/13 og P(Y =
1]A = 0) = 3/7. Associations- risiko forskel, risiko ratio og odds ratio kvantificerer styrken
af associationen, nar den eksisterer, og de maler associationen pa forskellige skalaer og kaldes
associationsmal. Disse mal er ogsa pavirket af tilfeeldig variabilitet, men det ses der bort fra, og

der antages, at populationen i Tabel [2.2| er meget stor.

For binzre udfald er risikoen lig med gennemsnittet i populationen, sa definitionen af associa-
tion i populationen kan omskrives til E[Y|A = 1] # E[Y|A = 0], hvilket ogsa er definitionen
for kontinuert Y. I populationen af 20 individer blev der fundet, at (i) ingen kausal effekt efter
at sammenligne risikoen for at dg for alle 20 individer nar de blev behandlet, og risikoen for at
dg nar de ikke blev behandlet, og (ii) en association blev fundet efter at sammenligne risikoen
for at dg for de 13 individer, der blev behandlet, med risikoen for at dg for de 7 individer, der
ikke blev behandlet. Figur [2.1] viser kausalitet-association forskellen. Populationen reprasente-
ret med gverste rombe er opdelt i et hvidt omrade for dem, der blev behandlet og et mindre grat

omrade for dem, der ikke blev behandlet.

Population of interest

Treated Untreated
Causation Association
Vs. V. D
E[Y] E[Ye9] E[Y4 = 1] E[N4 = 0]

Figur 2.1: Taget fra [I7] pa side 12.

Definitionen af kausalitet forudsatter en kontrast mellem den hele hvide rombe (alle behandlet)
og den hele gra rombe (alle ubehandlet), hvor association forudseatter en kontrast mellem det
hvide omrade og det gra omrade i den originale rombe. Dette betyder, at inferens med kausalitet
arbejder med “hvad hvis”-spgrgsmal i kontrafaktiske verdener, sa som “hvad vil risikoen vere,
hvis alle blev behandlet?” og ”hvad vil risikoen veare, hvis alle ikke blev behandlet?”, hvor in-

ferens med association arbejder med spgrgsmal i den virkelige verden, sa som hvad er risikoen
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for dem, der blev behandlet?” og "hvad er risikoen for dem, der ikke blev behandlet?”

Notationen, der er blevet anvendt tidligere, kan formalisere forskellen mellem kausalitet og as-
sociation. Risikoen P(Y = 1|A = a) er en betinget sandsynlighed, der omhandler risikoen for
Y for den delmeangde af populationen, der opfylder at have behandlingsverdi A = a. I kontrast
er risikoen P(Y* = 1) en ubetinget, ogsa kaldet marginal, sandsynlighed af Y'* for hele popu-
lationen. Derfor er association defineret ved en forskellig risiko i to disjunkte delmangder, der
er opdelt baseret pa deres behandlingsvaerdi A = 1 eller A = 0, hvor kausalitet er defineret ved

en forskellig risiko for den samme population under to behandlingsvaerdier A = 1 og A = 0.

Disse forskellige definitioner forklarer det velkendte udsagn “association er ikke kausalitet”.
I populationen var der association, da risikoen for at dg for de behandlede (7/13) var stgrre
end dem, der ikke blev behandlet (3/7). Derimod var der ikke nogen kausalitet pa grund af,
at nar alle blev behandlet, var risikoen (10/20) den samme, som hvis alle ikke blev behandlet.
Denne uoverensstemmelse mellem kausalitet og association ville ikke vare overraskende hvis
dem, der blev behandlet (fik et ny hjerte) gennemsnitligt er mere syg end dem, der ikke bliver
behandlet.

Kausal inferens kraever data som i Tabel 2.1] men alt, der kan forventes i den virkelige verden,
er data som 1 Tabel Nu er spgrgsmilet under hvilke betingelser kan virkelig data anvendes

til kausal inferens. I n@ste afsnit gives der et svar, hvilket er at lave et randomiseret eksperiment.

2.2 Randomiserede eksperimenter

Dette afsnit er baseret pa kapitel 2 i [17], hvis ikke andet er angivet.

Hvis et individ kigger op i luften, vil det sa ggre, at andre individer ogsa kigger op i luften?
Dette spgrgsmal har hoveddelene af ethvert kausalt spgrgsmal: der vil vides, om en handling
(kigge op) har indflydelse pa et udfald (andre kigger op) i en specifik population. I dette afsnit

ses der pa, hvordan et eksperiment kan designes til at besvare disse spgrgsmal.

2.2.1 Randomisering

I et reelt studie kunne begge Zeus’ potentielle udfald, Y%=! med behandling, og Y%=° uden
behandling, ikke vides. Det, der vides, er kun det observerede udfald Y under behandling A.
Tabel giver et overblik over, hvordan dette kan se ud, hvor der er manglende data. Data fra

denne tabel kan kun anvendes til at beregne associationsmal.
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AY YO v!
Rheia 0O 0 O ?
Kronos 0 1 1 ?
Demeter 0 0 0 ?
Hades 0 0 O ?
Hestia 10 ?2 0
Poseidkon 1 0 ? 0
Hera 1 0 ? 0
Zeus 1 1 7 1
Artemis 0O 1 1 ?
Apollo 0 1 1 ?
Leto 0 0 0 ?
Ares 1 1 7 1
Athena 1 1 7 1
Hephaustus 1 1 7 1
Aphrodite 1 1 ? 1
Cyclope 1 1 7 1
Persephone 1 1 ? 1
Hermes 10 ?2 0
Hebe 10 7?2 0
Dionysus 1 0 7 0

Tabel 2.3

Eksempel 2.2.1 (Eksempel pa randomiseret eksperiment)

Antag, at populationen i Figur var ner uendelig, og at der kastes en mgnt for hvert individ
i populationen. Individerne bliver givet den hvide farve, hvis mgnten bliver krone, og gra hvis
det er plat. Bemark, at det ikke er en fair mgnt, da sandsynligheden for plat ikke er 0.5. Derefter
bedes en forskningsassistent om at give den behandling, der er interessant (A = 1) til den hvide
gruppe, og placebo (A = 0) til den gra gruppe. Fem dage senere ved slutningen af studiet
beregnes dgdelighedsrisikoen i hver gruppe, P(Y = 1|A = 1) = 0.3 og P(Y = 1|A =
0) = 0.6. Associations risiko ratioen var 0.3/0.6 = 0.5 og associations risiko forskellen var
0.3 — 0.6 = —0.3. I dette tilfelle antages det, at det er et ideelt randomiseret eksperiment, hvor
der antages, at der ikke er nogen ukendte variabler, der har indflydelse pa eksperimentet. Selv
om det ikke er realistisk, er det godt til at introducere nogle vigtige koncepter inden for kausal

inferens. u
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Randomiserede eksperimenter giver data med manglende verdier, ligesom alle andre reelle
eksperimenter, men randomisering sikrer, at disse manglende vardier kun fandt sted tilfeldigt.
Dette giver, at effektmal kan beregnes, eller mere pracist konsistent estimeres, i randomiserede

eksperimeter, selv om der er manglende data.

Hvis nu at der var sket en fejl, og at den gruppe, der fik behandlingen, var den gra gruppe,
hvad sa? Det vil ikke ggre nogen forskel. Da populationen var randomiseret, endrer sandsyn-
lighederne sig ikke, da proportionerne af dgdsfald blandt dem, der fik behandlingen og ikke fik
behandlingen, er de samme. Dette vil sige, at nar grupperne er randomiseret, er det irrelevant

hvilken gruppe, der fik behandlingen. Formelt kaldes grupperne ombyttelige.

Definition 2.2.2 (Ombyttelighed)
Der siges at veere ombyttelighed, nar det kontrafaktiske udfald og den aktuelle behandling

er uathaengige af hinanden, altsa Y* 1l A for alle veerdier a.

Bemark, at der er en forskel mellem Y 1l AogY 1L A, da der er forskel pa det kontrak-
faktiske Y* og det observerede Y. Hvis der i et randomiseret eksperiment er ombyttelighed,
altsa Y* 1l A, er der ikke ngdvendigvis uafhangighed mellem det observerede udfald og den

observerede behandling Y 1l A, men det kan forekomme.

Randomisering er vigtig, da det forventes at producere ombyttelighed, men det er ikke ngd-
vendigvis sikkert. Denne uath@ngighed betyder, at den kontrafaktiske risiko under behandling
i den hvide population er lig med den kontrafaktiske risiko under behandling for hele popu-
lationen. Bemark, at den kontrafaktiske risiko for den hvide population ikke er kontrafaktisk,
da den hvide population faktisk blev behandlet. Derfor ggr det ideelle randomiserede eksperi-
ment det muligt at beregne den kontrafaktiske risiko under behandling for hele populationen
P(Y*=! = 1), da den er lig med risikoen for de behandlede P(Y = 1|A = 1) = 0.3. Det
samme rationale kan anvendes til at beregne den kontrafaktiske risiko for dem, der ikke bliver
behandlet (0.6), den kausale risiko ratio (0.5) og den kausale risiko forskel (—0.3).

Seaetning 2.2.3

Hvis der er ombyttelighed i et ideelt randomiseret eksperiment, gelder

PY='=1)=PY =1A=1).

Eksempel 2.2.4
Er der ombyttelighed i studiet om hjertetransplantation i Tabel For at svare pa dette, skal
der ses, om Y* 1l A holder for a = 0 og a = 1. Der ses pa a = 0. Hvis det kontrafaktiske
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data fra Tabel er tilgeengeligt, kan risikoen for at dg uden behandling beregnes P(Y*=Y|A =
1) = 7/13 for de 13 individer, der blev behandlet. Risikoen for at dg uden behandling for de
7 individer, der ikke blev behandlet, er P(Y*=°|A = 0) = 3/7, da risikoen for at dg uden
behandling er stgrre blandt de behandlede individer, 7/13 > 3/7, og det kan konkluderes, at
der ikke er ombyttelighed i studiet. Dette kan vises analogt for a = 1. 0

Det er kun det observerede data fra Tabel [2.3] der er tilgeengeligt i den virkelige verden, men
data fra denne tabel er ikke tilstraekkeligt til at udregne de kontrafaktiske risikoer. Konklusionen
om at der ikke er ombyttelighed i data er ikke tilstraekkeligt til at kunne sige, at der ikke er
tale om et randomiseret eksperiment. Der kan vere tale om et randomiseret eksperiment, hvor
forskere ikke kun anvendte en sandsynlighed (en mgnt) til at bestemme behandlingen, men flere

sandsynligheder (flere mgnter). Dette beskrives 1 na@ste underafsnit.

2.2.2 Betinget randomisereing

Tabel viser data fra det randomiserede hjertetransplantationsstudie. Udover behandling A
og udfaldet Y er der prognosefaktoren L (1 hvis individet er i kritisk tilstand, O ellers), som blev
malt, inden behandling blev tildelt.

L AY

Rheia 0 0 0
Kronos 0 0 1
Demeter 0 0 O
Hades 0 0 0
Hestia 0 1 0
Poseidon 0 1 O
Hera 0 1 0
Zeus 0 1 1
Artemis 1 0 1
Apollo 1 0 1
Leto 1 0 0
Ares 1 1 1
Athena 1 1 1
Hephaustus 1 1 1
Aphrodite 1 1 1
Cyclope 1 1 1
Persephone 1 1 1
Hermes 1 1 0
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Hebe 1 1
Dionysus 1 1

Tabel 2.4

Der betragtes nu to forskellige studiedesigns, der udelukker hinanden, som kan have givet data
fra Tabel Design 1 er det, som blev gennemgaet i forrige underafsnit, hvor der anvendes en
mgnt med sandsynlighed 0.65 til at bestemme, om individet bliver behandlet. Design 2 er hvor
alle individer bliver klassificeret enten kritisk (L = 1) eller ikke-kritisk (L = 0) tilstand. Deref-
ter bliver individer udvalgt tilfeldigt med sandsynlighed 0.75 til at blive behandlet for individer,
der er kritiske, og sandsynlighed 0.5 for ikke-kritiske individer. Dette betyder, at der ikke kun
anvendes en mgnt til at bestemme behandling, men to mgnter med forskellige sandsynligheder.
Dette forklarer hvorfor 9 ud af 12 individer i kristisk tilstand blev udvalgt til behandling, og
hvorfor 4 ud af 8 individer i ikke-kritisk tilstand blev udvalgt.

Design 2 kaldes for betingede randomiserede eksperimenter, da der anvendes flere tilfeldige
sandsynligheder, der er betinget for verdien af L. Design 1 kaldes marginale randomiserede
eksperimenter, hvor der kun anvendes en ubetinget (mariginal) tilfeldig sandsynlighed, der er

feelles for alle individer.

Da det vides, at Y* 1l A ikke holder for data, kan det konkluderes, at dette ikke er et marginalt
randomiseret eksperiment, men det vides, at det er et randomiseret eksperiment, sa det er altsa
et randomiseret eksperiment betinget pa L. Dette betingede randomiserede eksperiment er en
kombination af to marginale randomiserede eksperimenter; en hvor L = 1 og den anden hvor
L = 0. Betragt forst m@ngden af individer, der har L = 1. I denne delma&ngde er de behandlede

individer og de ikke behandlede individer ombyttelige. Formelt kan dette skrives som
PY*=1A=1,L=1)=P(Y*=1|A=0,L=1) eller Y* 1L A|[L =1 Va,

hvor Y* 1l A|L = 1 betyder, at Y* og A er uafthengige givet L = 1. Analogt gelder ogsa
Y* 1 A|L = 0, og hvis det gelder for alle verdier af L, skrives Y* 1L A|L. Det vil sige, at
selvom betinget randomisering ikke garanterer ubetinget ombyttelighed Y* Il A, sa garanterer
det betinget ombyttelighed Y* 1 A|L.

Definition 2.2.5 (Betinget ombyttelighed)
Der siges at vare betinget ombyttelighed, nar det kontrafaktiske udfald og den aktuelle
behandling er uafhengige af hinanden givet en kovariat L, altsa Y* 1l A|L for alle

vardier a og (.
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Nu er spgrgsmalet; hvordan udregnes den kausale risiko ratio? Der er to muligheder. Fgrst
den gennemsnitlige kausale effekt udregnes for hver delm@ngde eller strata af populationen.
Da association er kausalitet i hver strata, er den strata-specifikke kausale risiko ratio blandt
individer 1 kritisk tilstand lig med den strata-specifikke associations risiko ratio blandt individer

i kritisk tilstand, altsa

P(Ye='=1L=1) P(Y =1L=1A=1)

P(Ye=0=1|L=1) PY =1L=1,A=0)’
og analogt for L = 0. Denne metode kaldes for stratifikation. Bemerk, at den kausale risiko

ratio for L = 1 kan vare forskellig fra L = 0, og der siges, at effekten af behandlingen er

modificeret af L, eller at der er effektmodifikation gennem L.

Den anden mulighed er, at udregne den gennemsnitlige kausale effekt P(Y*=! = 1)/P(Y*=0 =
1) for hele populationen. Om den fgrste eller anden mulighed benyttes athanger af praktiske
eller teoretiske betragtninger. Et eksempel kunne vare, at det gnskes at udregne den gennem-
snitlige kausale effekt for hele populationen, da der ikke forventes at have information om L for
fremtidige individer (maske pa grund af at L er dyr at male). De naste to underafsnit beskriver,
hvordan den gennemsnitlige kausale effekt kan udregnes for hele populationen med et betinget

randomiseret eksperiment.

2.2.3 Standardisering

I dette underafsnit introduceres standardisering, men fgrst ses der pa et eksempel.

Eksempel 2.2.6

Studiet om hjertetransplantation er et betinget randomiseret eksperiment: forskerne anvendte en
randomiseret procedure til at tildele hjerter (A = 1) med sandsynlighed 0.5 til de 8 individer
i ikke-kritisk tilstand (L = 0), og med sandsynlighed 0.75 til de 12 individer i kritisk tilstand
(L = 1). Betragt de 8 individer i ikke-kritisk tilstand. Bemzrk, at de er de gennemsnitlige
reprasentanter af 8 milliarder individer for at undga problemer med estimation. I denne gruppe
er risikoen for dgdsfald blandt de behandlede P(Y = 1|L = 0,4 = 1) = 1, og risikoen for
dgdsfald blandt dem, som ikke er behandlet, er P(Y = 1|L = 0, A = 0) = ;. Dabehandling var
tilfeeldigt tildelt til individerne i gruppen L = 0, det vil sige Y 1L A|L = 0, er de observerede
risikoer lig med de kontrafaktiske risikoer. I gruppen L = 0 er risikoen blandt de behandlede

lig med risikoen, hvis alle havde varet behandlet,
P(Y=1L=0A=1)=PY*!' =1|L=0),
og risikoen blandt de ubehandlede er lig med risikoen, hvis ingen havde varet behandlet,

P(Y=1L=0,A=0)=PY* =1|L=0).
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Det kan konkluderes, at de observerede risikoer er lig med de kontrafaktiske risikoer i gruppen

med 12 individer i kritisk tilstand, det vil sige

PY=1L=1,A=1)=PY*“'=1L=1)=

Wl

2
=P(Y=1L=1,A=0)=PY*""=1L=1)= 3

Antag nu, at malet er at bestemme den kausale risiko ratio P(Y*=! = 1)/P(Y*=" = 1). Teal-
leren af den kausale risiko ratio er risikoen, hvis alle 20 individer i populationen havde vearet
behandlet. Fra ovenstaende vides det, at risikoen, hvis alle individer havde veret behandlet, er
% for de 8 individer med L = 0 og % for de 12 individer med L = 1. Derfor er risikoen, hvis
alle 20 individer i populationen havde varet behandlet, et vaegtet gennemsnit af i og %, hvor
hver gruppe far en veegt proportionel til dens stgrrelse. Da 40% af de 20 individer (8) er i grup-
pe L = 0, og 60% af de 20 individer (12) er i gruppe L = 1, sé er det vaegtede gennemsnit
% -0.4+ % -0.6 = 0.5. Derfor er risikoen, hvis alle havde varet behandlet P(Y“:1 = 1), lig med
0.5. Tilsvarende kan det udregnes, at risikoen, hvis ingen havde varet behandlet P (Y“ZO =1),
ogsa er lig med 0.5. Den kausale risiko ratio er derfor 0.5/0.5 = 1.

0

Mere formelt er den marginale kontrafaktiske risiko P(Y* = 1) et vagtet gennemsnit af de
strata-specifikke risikoer P(Y* = 1|L = 0) og P(Y* = 1|L = 1) med vagte lig med andelen

af individer i1 populationen med L = 0 og L = 1 henholdsvis. Det vil sige, at
PY*=1)=PY*=1L=0)P(L=0)+PY*=1L=1)P(L=1).
Dette kan ogsa udtrykkes med en mere kompakt notation,

P(Y*=1)=> P(Y*=1|L=0)P(L=1),

hvor ), er summen over alle vardier [, som optreder i populationen. P4 grund af betinget
ombyttelighed kan den kontrafaktiske risiko P(Y* = 1|L = ) erstattes med den observerede
risiko P(Y = 1|L = [, A = a) i udtrykket fgr. Det vil sige, at

P(Y*=1)=> P(Y =1L=1A=a)P(L=1).
l

Venstre side af ligheden er en uobserveret kontrafaktisk risiko, hvorimod hgjre side kun inklu-
derer observerede variabler, hvilket kan bestemmes ved anvendelse af data pa L, A og Y. Nar
en kontrafaktisk sandsynlighed kan udtrykkes som en funktion af fordelingen af det observere-
de data, siges det, at den kontrafaktiske sandsynlighed er identificeret eller identificerbar; ellers

siges det, at det er uidentificeret eller ikke identificerbar.
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Definition 2.2.7 (Standardisering)
Hvis betinget ombyttelighed Y* 1. A|L geelder, s er

Py*=1)=> P(Y=1|L=1,A=a)P(L=1),
]
hvilket kaldes standardisering. Dette kommer fra loven om total sandsynlighed.

Eksempelvis er telleren ), P(Y = 1|L = [, A = 1)P(L = [) af den kausale risiko ratio den
standardiserede risiko blandt de behandlede ved anvendelse af populationen som standarden.
Med hensyn til betinget ombyttelighed kan denne standardiserede risiko fortolkes som risikoen
(den kontrafaktiske risiko), som ville have varet observeret, hvis alle individerne i populationen

havde varet behandlet.

De standardiserede risikoer blandt de behandlede og de ubehandlede er lig med de kontrafakti-

ske risikoer under behandling og under ingen behandling henholdsvis. Derfor kan den kausale

. . p(ye=1=1) S, P(Y=1L=1,A=1)P(L=l)
risiko ratio 57=o=) S P =1L=1.A=0)P(L=1)

derafsnit kigges der pa en anden metode.

bestemmes ved standardisering som . I n@ste un-

2.2.4 Invers sandsynlighedsvaegtning

I forrige afsnit blev den kausale risiko ratio bestemt 1 et betinget randomiseret eksperiment via
standardisering. Betragt nu Tabel 2.4] Dataene i denne tabel kan ses som et tra, hvor alle 20

individer starter til venstre og bevager sig over tid mod hgjre, som i Figur 2.2}
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Figur 2.2: Taget fra [I7] pa side 20.
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Eksempel 2.2.8

Cirklen lengst til venstre indeholder dens fgrste forgrening: 8 individer var i ikke-kritisk tilstand
(L = 0) og 12 i kritisk tilstand (L = 1). Tallene i parentes er sandsynlighederne for at vere i
ikke-kritisk tilstand, P(L = 0) = 8/20 = 0.4, eller kritisk tilstand, P(L = 1) = 12/20 = 0.6.
Betragt eksempelvis grenen L = (. Ud af de 8 individer i denne gren blev 4 ikke behandlet
(A = 0), og 4 blev behandlet (A = 1). Den betingede sandsynlighed for at veere ubehandlet er
P(A =0|L =0) =4/8 = 0.5, som vist i parentes. Den betingede sandsynlighed for at vere
behandlet er ogsa P(A = 0|L = 0) = 4/8 = 0.5. Den gverste hgjre cirkel reprasenterer, at
ud af de 4 individer i denne gren (L = 0, A = 0) overlevede 3 (Y = 0), og 1 dgde (Y = 1).
Det vil sige, at P(Y = 0|L = 0,A = 0) = 3/40g P(Y = 1|L = 0,A = 0) = 1/4.
De andre grene pa traet bestemmes analogt. Cirklerne indeholder forgreningerne defineret ved

ikke-behandlingsvariabler. U

Dette tr&e anvendes nu i naste eksempel til at bestemme den kausale risiko ratio.
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Figur 2.3: Taget fra [I7] pa side 21.

Eksempel 2.2.9

Navneren af den kausale risiko ratio, P (Y“ZO = 1), er den kontrafaktiske risiko for dgdsfald,
hvis alle i populationen forblev ubehandlet. Denne risiko bestemmes nu. I Figur 2.2 var 4 ud
af 8 individer med L. = 0 ubehandlede, og 1 af dem dgde. Hvor mange dgdsfald ville der ske,
hvis de 8 individer med L = 0 forblev ubehandlede? Svaret er 2 dgdsfald pa grund af, at hvis
8 individer i stedet for 4 individer forblev ubehandlede, ville 2 dgdsfald 1 stedet for 1 dgdsfald
vere blevet observeret. Hvis antallet af individer fordobles ville antallet af dgdsfald ogsa for-
dobles. I Figur 2.2 var 3 ud af 12 individer med L = 1 ubehandlede, og 2 af dem dgde. Hvor
mange dgdsfald ville der ske, hvis de 12 individer med L = 1 forblev ubehandlede? Svaret er 8
dgdsfald, eller 2 dgdsfald gange 4, da 12 er 3 - 4. Det vil sige, at hvis alle 8 4+ 12 = 20 individer

i populationen havde veret ubehandlede, ville 2 + 8 = 10 have varet dgde. Nevneren af den
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kausale risiko ratio, P(Y*=" = 1), er 10/20 = 0.5. Det fgrste tre i Figur viser popula-
tionen, hvis alle forblev ubehandlet. Disse udregninger ath@nger af betingelsen, at behandlede
individer med L = 0, hvis de forblev ubehandlet, ville have haft den samme sandsynlighed
for dgdsfald som dem, der faktisk forblev ubehandlet. Denne betingelse er ombyttelighed givet
L=0.

Telleren af den kausale risiko ratio, P(Ya:1 = 1), er den kontrafaktiske risiko for dgdsfald,
hvis alle i populationen havde varet behandlet. Ud fra samme argumentation som ovenstaende
bestemmes risikoen til 10/20 = 0.5, under ombyttelighed givet L = 1. Det andet tree i Figur
viser populationen, hvis alle havde veret behandlet. Ved at kombinere disse resultater med de
ovenstéende er den kausale risiko ratio P(Y*=! = 1)/P(Y*=" = 1) erligmed 0.5/0.5 = 1. O

Nu uddybes metoden. De to traer i Figur [2.3]er en simulation af, hvad der ville ske, hvis alle
individer 1 populationen havde varet henholdsvis ubehandlet og behandlet. Disse simulatio-
ner er korrekte under betinget ombyttelighed. Begge simulationer kan samles for at lave en
hypotetisk population, hvor alle individer fremstar som et behandlet og et ubehandlet individ.
Denne hypotetiske population, som er dobbelt sa stor som den originale population, er kendt
som pseudo populationen. Figur [2.4] viser hele pseudo populationen. Under betinget ombytte-
lighed Y* 1L A|L i den originale population er de behandlede og de ubehandlede (ubetinget)
ombyttelige i pseudo populationen, da L er uathengigt af A. Det vil sige, at associations risiko
ratioen i pseudo populationen er lig med den kausale risiko ratio i bade pseudo populationen og

den originale population.

WaA=1/f{A|L)
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Figur 2.4: Taget fra [I7] pa side 22.

Denne metode er kendt som invers sandsynlighed (IP, inverse probability) veegtning. Betragt
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de 4 ubehandlede individer med L = 0 i populationen pa Figur Disse individer anvendes
til at lave 8 medlemmer af pseudo populationen pa Figur Det vil sige, at hver af dem far
en vaegt pa 2, hvilket er lig med 1/0.5. Figur viser, at 0.5 er den betingede sandsynlighed
af at forblive ubehandlet givet L = 0. Tilsvarende er de 9 behandlede individer med L = 11
Figur[2.2]anvendt til at lave 12 medlemmer af pseudo populationen. Det vil sige, at hver af dem
far en veegt pa 1.33 = 1/0.75. Figur viser, at 0.75 er den betingede sandsynlighed for at
vere behandlet givet L = 1. Uformelt er pseudo populationen lavet ved at vegte hvert individ
i populationen ved den inverse af den betingede sandsynlighed for at fa behandlingsniveauet,

som de faktisk fik. Disse IP vagte er vist i Figur[2.4]

Definition 2.2.10 (IP vegtning)
Nar der haves behandlingsverdi A = a og kovariat L = [, sa er et individs IP vegt lig
med

1
P(A=a|lL=1)

1 det diskrete tilfaelde.

Disse vaegte kan udtrykkes ved at anvende et enkelt udtryk for alle individer, uanset deres in-
dividuelle behandling og kovariatverdier, ved at anvende pdf af A i stedet for sandsynligheden
af A. Den betingede pdf af A givet L evalueret ved vardierne a og [ er reprasenteret ved
fajz(all), eller ved f(all). For diskrete variabler A og L er f(a|l) den betingede sandsynlighed
P(A = a|L = 1). I et betinget randomiseret eksperiment er f(a|l) positiv for alle [, sdledes at
P(L =) er ikke-nul.

Da navneren af vegten for hvert individ er den betingede tethed evalueret ved individets egne
vardier af A og L, kan det udtrykkes som den betingede tethed evalueret ved de stokastiske
argumenter A og L (i modsatning til de faste argumenter a og [) som f(A|L). Denne notation,
som blev anvendt i Figur er anvendt til at definere IP vagtene W4 = 1/f(A|L). Det er
ngdvendigt at have en samlet notation for vagtene, da P(A = A|L = L) ikke anses som at

veare en korrekt notation.

IP vegtning gav det samme resultat som standardisering (kausal risiko ratio lig med 1) i Eksem-
pel[2.2.9] Dette er ikke tilfeeldigt: standardisering og IP vagtning er matematisk @kvivalente (se
bevis for Setning [2.2.T1)). Faktisk kan bade standardisering og IP vaegtning ses som procedurer
til at lave et nyt trae, hvor alle individer far behandling a. Hver metode anvender en forskellig
mangde af sandsynligheder for at lave det kontrafaktiske trae: [P vagtning anvender den betin-
gede sandsynlighed af behandling A givet kovariaten L, som vist i Figur standardisering
anvender sandsynligheden af kovariaten L og den betingede sandsynlighed af udfald Y givet A
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og L.

Da bade standardisering og IP vagtning simulerer det, der ville have varet observeret, hvis va-
riablen (eller variabler i vektoren) L ikke havde varet anvendt til at bestemme sandsynligheden
af behandling, siges det ofte, at disse metoder justeres for L. Nogle gange siges det, at disse me-
toder kontrollerer for L, men denne “analytiske kontrol” er forskellig fra den “fysiske kontrol”
i et randomiseret eksperiment. Standardisering og IP vagtning kan generaliseres til betingede

randomiserede studier med kontinuerte udfald (se bevis for Setning [2.2.TT).

Seetning 2.2.11
For bade standardisering og IP vagtning gelder

By )= E[Y|[A=a,L=P(L=1)=E {%Y} ,

hvilket giver &kvivalens af standardisering og IP vegtning.

Bevis

Antag, at A er diskret med et endeligt antal veerdier, og at f(al|l) er positiv for alle [, saledes
at P(L = 1) er forskellig fra nul. Denne positive betingelse holder med garanti i betingede
randomiserede eksperimenter. Under positivitet er det standardiserede middelverdi for behand-

lingsniveau a defineret som ), E[Y|A = a, L = [|P(L = 1), og det IP vegtede middelveerdi

I(A=a)Y
f(AIL)

Y er vegtet igen af IP veegten W4 = 1/f(A|L) for individer med behandlingsveerdi A = a.

af Y for behandlingsniveau a er defineret som F [ ] . Det vil sige, at middelverdien af

Indikatorfunktionen /(A = a) er funktionen, som tager veerdi 1 for individer med A = a og 0

for de andre.

Nu vises ligheden mellem den IP vagtede middelvardi og den standardiserede middelvaerdi

under positivitet. Ud fra definitionen af forventet verdi gelder
EI< ZE Y|A—aL—lP(A:aL:l)
A|L A|L ’
—ZE{ FTATD) Y|A—a L—l] P(A=a|lL=0P(L=1)
= ——FY|A=a,L=If(a|l)P(L =1
;MDH (@l P(L =1)
=Y E[Y|[A=a,L=IP(L=1),
!

hvor f(al|l) reduceres veek i sidste lighed. T anden lighed er det ikke ngdvendigt at summere

over de mulige vaerdier af A, da der gelder, at for ethvert ' # a er I(a’ = a) lig med nul.
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I anden lighed benyttes betinget sandsynlighed pa P(A = a, L = ). I tredje lighed anvendes
definitionen pa f(a|l). Beviset behandler A og L som diskrete, men ikke ngdvendigvis binzre.

For kontinuerte L erstattes summen over L med et integral.

Beviset refererer ikke til kontrafakta eller kausalitet. Hvis der derfor antages betinget ombytte-
lighed, er bade den IP vagtede middelvaerdi og den standardiserede middelvardi lig med den
kontrafaktiske middel E[Y“]. Der gives to forskellige beviser for det sidstnzvnte udsagn. Fgrst

bevises lighed mellem E[Y“] og den standardiserede middelveerdi

=Y E[Y|L=1P(L=1)
l
=Y E[Y|A=a, L=10P(L=1)

=Y E[Y|A=a,L=1P(L=1),

hvor andet lighedstegn galder pa grund af betinget ombyttelighed og positivitet, og det tredje
lighedstegn gelder pa grund af konsistens. Hernest bevises ligheden mellem E [Y?] og den IP
vaegtede middelvaerdi som fglgende: £ [I((‘Z‘ L“)) Y} E [I(& L“)) Y“ pa grund af konsistens. Da
positivitet medfgrer f(a|L) aldrig er 0, haves

o] =2 e L]
=+ = [y o) mov
= E[E[Y*|L]]
= B[V,

hvor andet lighedstegn geelder pa grund af betinget ombyttelighed, og tredje lighedstegn gaelder

pa grund af, at [f(a|L)) ’L] =1

Nar behandling er kontinuert, hvilket er et usandsynligt designvalg i betingede randomiserede
eksperimenter, er E[I(A = a)Y/f(A|L)] # >, E[Y|A = a,L = [|P(L = l) og er dermed
biased for F[Y“] selv under ombyttelighed. For at se dette, kan det udregnes, at E[I(A =
a)/f(a|l)|]L = 1] er lig med 0 frem for 1, hvis f(al|l) tages for at vere (en version af) den
betingede teethed af A givet L = [ (med hensyn til Lebesguemal). Pa den anden side, hvis der
fortseettes med at tage f(all) til at vere P(A = a|L = [), sa er nevneren f(a|L = [) lig med

nul pa en mengde med sandsynlighed 1, sa positivitet holder ikke. |

Hvorfor ikke afslutte her? Der haves et studiedesign (et ideelt randomiseret eksperiment), som

tillader at bestemme gennemsnitlige kausale effekter, nar der kombineres med den passende
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analytiske metode (standardisering eller IP vaegtning). Desvarre er randomiserede eksperimen-
ter ofte uetiske, upraktiske eller utidige. For eksempel er det tvivisomt, at en etisk komité ville
have godkendt hjertetransplantationsstudiet, som tidligere er beskrevet. Der er mangel pa hjer-
ter, og samfundet gar ind for at tildele dem til individer, der er mere tilbgjelige til at drage fordel
af transplantationen, frem for at tildele dem tilfaldigt blandt potentielle modtagere. Der kunne
ogsa stilles spgrgsmalstegn ved gennemfgrligheden af studiet, selvom etiske spgrgsmal blev ig-
noreret: dobbeltblind tildeling er umulig, da personer, der er tildelt medicinsk behandling, ikke
ma sige sig selv fra til at fa en transplantation, og der er muligvis ikke kompatible hjerter for
dem, der er tildelt transplantation. Selv hvis studiet var gennemfgrligt, ville det stadig tage flere
ar at gennemfgre det, og der skal treffes beslutninger i mellemtiden. Ofte er det at udfgre et

observationsstudie den mindst darlige mulighed.

2.3 Observationsstudier

Dette afsnit er baseret pa kapitel 3 i [17]], hvis ikke andet er angivet.

I stedet for et randomiseret eksperiment kan der laves et observationsstudie. Med udgangspunkt
i eksperimentet: “om andre kigger op, nar der er en, der ggr det”, fgr havde det veret den, der
lavede eksperimentet, der kiggede op fgrst, men nu observeres en population, hvor to individer
udvelges, og der ses pa, om de kigger op, hvis den anden ggr det. Der er nogle betingelser,
der skal opfyldes, fgr disse observationsstudier kan benyttes til at lave kausal inferens, hvilket

gennemgas i dette afsnit.

2.3.1 Identificerbarhedsbetingelser

Observationsstudier, til forskel fra randomiserede eksperimenter, kan ikke bare benyttes til at
beregne den gennemsnitlige kausale effekt. Hovedgrunden til, at observationsassociationer ikke
gives en kausal fortolkning er, at den mangler en randomiseret tildeling af behandling. Et ek-
sempel kan vere hjertetransplantation, hvor dem, der fik operationen, havde en stgrre risiko for
at dg, hvis de ikke fik operationen end dem, der slet ikke fik operationen. Som en konsekvens
vil en associtions risiko ratio pa 1.1 fra et observationsstudie vere et kompromis mellem den
virkelige gavnlige effekt af hjertetransplantationen pa dgdelighed (hvilket ggr, at associations
risiko ratioen vil vaere under 1) og den underliggende stgrre dgdelighedsrisiko af dem, der far
hjertetransplantationen (hvilket ggr, at associations risiko rationen er over 1). Sa den bedste
forklaring pa association mellem behandling og udfald i et observationsstudie er ikke ngdven-

digvis kausalitet.
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Randomiserede eksperimenter har en indbygget fordel til kausal inferens, men sommetider er
det ngdvendigt at anvende et observationsstudie til at besvare kausale spgrgsmal. For at ggre
dette analyseres data som om, at behandlingen var randomiseret og betinget pa en malt kovariat
L, og dette er en approksimation som det bedste. Kausal inferens i observationsstudier kommer

fra habet om, at studiet kan ses som et betinget randomiseret eksperiment.

Uformelt kan et observationsstudie konceptualiseres som et betinget randomiseret eksperiment,

hvis fglgende betingelser holder:

1. Verdierne af behandling under sammenligning svarer til veldefinerede indgreb, der til

gengeld svarer til versioner af behandling i data.
2. Ombyttelighed Y* 1l A|L skal holde.

3. Sandsynligheden for at fa enhver vardi af behandling betinget pa L er stgrre end nul,

altsa positiv.

I dette afsnit beskrives disse tre betingelser i ssmmenh@&ng med observationsstudier. Betingelse

1 er tidligere refereret til som konsistens, og betingelse 3 er refereret til som positivitet 1 Ek-

sempel Z2.TT]

Hvis analogien mellem observationsstudier og betingende randomiserede eksperimenter er sand,
kan metoder fra tidligere afsnit benyttes (IP vagting og standardisering) til at identificere kaus-
ale effekter fra observationsstudiet. Disse 3 betingelser kaldes derfor identificerbarhedsbetin-

gelser eller identificerbarhedsantagelser.

2.3.2 Ombyttelighed

I observationsstudier nar behandling ikke er tilfeldigt fordelt af forskerne, sa er grunden til,
at individerne far behandlingen sandsynligvis associeret med en af pradiktorerne. Ligesom i
et betinget randomiseret eksperiment vil fordelingen af pradiktorerne variere mellem den be-
handlede gruppe og den ubehandlede gruppe i et observationsstudie. For eksempel kan data fra
Tabel [2.4] veere kommet fra et observationsstudie, hvor legerne giver de sjaldne hjerter til dem,
der har mest brug for dem L = 1. Den eneste praediktor, der ikke er ligeligt fordelt mellem de
behandlede og ubehandlede, er L, sa data fra Tabel kan beskrives pa to mader. Fgrste made
er et observationsstudie, hvor sandsynligheden for at blive behandlet A = 1 er 0.75 blandt dem,
der har L. = 1, og 0.5 blandt dem, der har L = 0. Den anden made er, at det er et ikke-blindt
betinget randomiseret eksperiment, hvor forskerne tilfeldigt tildelte behandling A = 1 med
sandsynlighed 0.75 blandt dem, der har L = 1, og 0.5 blandt dem, der har L = 0. Under begge
disse karakteriseringer holder betinget ombyttelighed Y* 11 A|L, og standardisering eller TP
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vagtning kan benyttes til at identificere kausal effekt.

Det afggrende spgrgsmal for et observationsstudie er, om L er den eneste pradiktor, der ikke
er ligeligt fordelt blandt de behandlede og ubehandlede. Desvarre ma dette spgrgsmal forblive
ubesvaret. Da spgrgsmalet ikke kan besvares, ma forskerne arbejde under antagelsen, at betin-
get ombyttelighed Y* Ll A|L holder.

Det vigtige ord her er antagelsen. Uanset hvor god antagelsen er, som forskerne er kommet
frem til baseret pa viden omkring studiet, er der ikke nogen randomisering, og derfor ikke no-
gen garanti for, at betinget ombyttelighed holder. Et eksempel kan vare, at legerne foretraekker
at transplantere hjerte til individer, der ikke ryger. Sa hvis to individer med L = 1 har de rigtige
HLA gener, som bestemmer, om individet kan modtage et hjerte, men en af dem ryger U = 1,
og den anden ryger ikke U = 0, sa har det individ, der har U = 1, mindre sandsynlighed for at
modtage behandling A = 1. Nar fordelingen af rygning, som er en vigtig prediktor for overle-
velse, er forskellig mellem de behandlede (med mindre proportion af U = 1) og de ubehandlede
(med stgrre proportion af U = 1) i strata af L = 1, sd holder Y* 1l A|L ikke. Det er vigtigt
at vide, at indsamling af data pa rygning ikke forhindrer, at der er en mulighed for, at der er en

anden ukendt ubalanceret pradiktor, som ikke er blevet malt.

Forskere kan benytte deres ekspertviden til at forgge sandsynligheden for, at antagelsen

Y® 1l A|L holder. De kan male mange relevante variabler L og ikke kun den ene variabel i
Tabel og derefter antage, at Y* 1l A|L er approksimativt sandt inden for strata defineret
med kombinationen af alle disse variabler L. Desvarre uanset hvor mange variabler der er
inkluderet i L, er der ikke nogen metode til at kunne teste om antagelsen er sand, hvilket ggr,
at kausal inferens fra et observationsstudie er en risikabel opgave. Gyldigheden af de kausale

inferenser kraver, at forskeres ekspertviden er korrekt.

2.3.3 Positivitet

Nogle forskere planlegger at udfgre et eksperiment for at beregne den gennemsnitlige effekt
af hjertetransplantation A pa 5-ars dgdelighed Y. Det siger sig selv, at forskere vil tildele nog-
le individer at modtage behandlingsniveau A = 1 og andre A = (. Betragt det alternative:
forskere tildeler alle individer enten A = 1 eller A = 0. Det ville ikke vere klogt. Da al-
le individer modtager den samme behandlingsverdi, ville det vere umuligt at bestemme den
gennemsnitlige kausale effekt. I stedet skal behandling tildeles, saledes at nogle individer med
nasten sikkerhed vil blive tildelt hver af behandlingsgrupperne. Med andre ord skal det sikres,
at der er en sandsynlighed stgrre end nul for at blive tildelt hver af behandlingsniveauerne. Dette

er betingelsen for positivitet.
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Der blev ikke lagt vagt pa positivitet, nar eksperimenter blev beskrevet, da positivitet tages for
givet i disse studier. I marginale randomiserede eksperimenter er sandsynlighederne P(A =
1) og P(A = 0) begge positive af design. I betingede randomiserede eksperimenter er de
betingede sandsynligheder P(A = 1|L = [) og P(A = 0|L = [) ogsa positive af design
for alle niveauer af variablen L, som er egnede til studiet. For eksempel, hvis data i Tabel [2.2]
var opstaet fra et betinget randomiseret eksperiment, ville de betingede sandsynligheder for
tildeling til hjertetransplantation have veret P(A = 1|L = 1) = 0.75 for individer i kritisk
tilstand, og P(A = 1|L = 0) = 0.5 for de andre individer. Positivitet holder, betinget pa L, da
ingen af disse sandsynligheder er O (eller 1, hvilket ville medfgre, at sandsynligheden for ingen
hjertetransplantation A = 0 ville vere 0). Det siges, at der er positivitet, hvis P(A = a|L =
[) > 0 for alle a involveret i den kausale kontrast. Faktisk er denne definition af positivitet
ikke fuldsteendig pa grund af, at hvis studiepopulationen var begranset til gruppen L = 1, ville
der ikke vare behov for at kreve positivitet i gruppen L = 0. Positivitet er kun ngdvendig
for vaerdier [, som er til stede i populationen. Formelt kan positivitet skrives som i fglgende

definition.

Definition 2.3.1 (Positivitet)

Positivitet geelder nar
P(A=a|lL=1)>0 Va,l,

med P(L = 1) # 0 for alle veerdier /.

Derudover kraves der kun positivitet for variablerne L, som er krevet for ombyttelighed. For
eksempel, i det betingede randomiserede eksperiment i Tabel [2.2] spgrges der ikke, om sand-
synligheden for at modtage behandling er stgrre end 0 hos individer med bla gjne, da variablen
at have bla gjne” ikke er ngdvendig for at opna ombyttelighed mellem den behandlede og den
ubehandlede. (Variablen at have bla gjne” er ikke en uathaengig pradiktor af udfaldet Y betin-
get pa L og A og var ikke anvendst til at tildele behandling). Det vil sige, at den standardiserede
risiko og den IP vagtede risiko er lig med den kontrafaktiske risiko efter justering for kun L;

positivitet geelder ikke for variabler, der ligesom “at have bla gjne” ikke skal justeres for.

I observationsstudier er hverken positivitet eller ombyttelighed garanteret. For eksempel holder
positivitet ikke, hvis laeger altid transplanterer et hjerte til individer i kritisk tilstand L = 1, altsa
hvis P(A = 0|L = 1) = 0, som vist i Figur En forskel mellem betingelserne ombyttelighed
og positivitet er, at positivitet nogle gange kan vare empirisk verificeret. For eksempel, hvis

Tabel @ svarede til data fra et observationsstudie, konkluderes det, at positivitet holder for
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L, da der er individer ved alle behandlingsniveauer (A = 0 og A = 1) ved hvert niveau af
L (L = 0o0g L = 1). Diskussionen om standardisering og IP vaegtning tidligere var eksplicit
omkring betingelsen for ombyttelighed, men betingelsen for positivitet blev kun antaget implicit
(eksplicit i beviset for Setning [2.2.11)). Definitionerne af standardiseret risiko og IP vagtet

risiko giver faktisk kun mening, nar positivitet holder.

Proposition 2.3.2

Positivitet er en foruds@tning for standardisering og IP vegtning.

Bevis

Den standardiserede middelvardi for behandlingsniveau a er defineret som

Y E[Y|[A=a,L=10P(L=1).

Dette udtryk kan dog kun bestemmes, hvis E[Y|A = a,L = | er veldefineret, hvilket er
tilfeeldet, nar den betingede sandsynlighed P(A = a|L = [) > 0 for alle veerdier [, som
optreeder i populationen. Det vil sige, nér positivitet holder. (Bemzrk, at udtrykket P(A =
a|L =1) > 0 for alle l med P(L = 1) # 0 kan ses som at vaere @kvivalent til f(a|L) > 0 med

sandsynlighed 1). Derfor er den standardiserede middelvardi defineret som

STElY[A=a,L=1P(L=1) hvis P(A=a|L=10)>0 forallelmed P(L=1)#0,
l

og er udefineret ellers. Den standardiserede middelvardi kan kun bestemmes, hvis der for hver

vaerdi af kovariaten L i populationen er nogle individer, der modtog behandlingsniveauet a.

Den IP vagtede middelverdi £ [I%ZGL))Y ] er ikke leengere lig med £ [ e [iCl L))Y

tet ikke holder. Specifikt er £ [%] udefineret, da 2 5 optraeder, nar den forventede verdi

} , Nar positivi-

beregnes. Pa den anden side er den IP vagtede middelvaerdi F [[ S‘?:\QL))Y } altid veldefineret,

da navneren f(A|L) aldrig kan vare nul. Dette er dog et biased estimat af den kontrafaktiske

middelvardi selv under ombyttelighed. Nar positivitet ikke holder, sa gelder
E [<A ZE Y|A L=1LeQa)|P(A=a,L=1Le Q(a))
A‘L A‘L a, RS a - CL, - " a

- ZmEmA =a,L=1,L €Qa)] P(A=a|lL =1L € Q(a))
l

P(L=1|L € Q(a))P(L € Q(a))
P(L € Q(a) ZEY\A_aL_lLEQ( NP(L =1L € Q(a)),
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hvor Q(a) = {l; P(A = a|L =) > 0} er mengden af verdier /, hvor A = a kan observeres
med positiv sandsynlighed. Under ombyttelighed galder der derfor, at
B {I (A=a)Y
f(AIL)
Fra definitionen af Q)(a) kan Q(0) ikke veare lig med (1) nar A er biner, og positivitet ikke
galder. I dette tilfelde har kontrasten F [I(Azl)y} - F [I(AZO)Y} ingen kausal fortolkning,

} = B[Y|L € Q@) P(L € Q(a)).

f(AIL) f(AIL)
selv under ombyttelighed, da det er en kontrast mellem to forskellige grupper. Under positivitet

geelder, at Q(1) = Q(0), og kontrasten er den gennemsnitlige kausale effekt hvis ombyttelighed
holder. u

For intuitivt at forsta hvorfor den standardiserede og IP vegtede risiko ikke er veldefineret, nar
betingelsen for positivitet fejler, betragt Figur Hvis der ingen ubehandlede individer var
(A = 0) med L = 1, ville data ikke indeholde information til at simulere, hvad der ville vere
sket, hvis alle behandlede individer havde veret ubehandlede, da der ikke ville vere nogen
ubehandlede individer med L = 1, som kunne betragtes som ombyttelige med de behandlede
individer med L = 1.

\;"'"“ I .'-I| 5“' }
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Figur 2.5: Taget fra [I7] pa side 31.

2.3.4 Konsistens: Fgrst, definér det kontrafaktiske udfald

Konsistens betyder, at Y* = Y for alle individer med A = a. Dette udsagn er tydeligvis sandt,
sa er der nogle situationer, hvor konsistens ikke holder? Hvis et individ tager aspirin A = 1 og
dgr (Y = 1), er det sa ikke tilfeldet, at udfaldet Y*=! under aspirin ogsa er lig med 1? Den til-

syneladende enkelhed af konsistensbetingelsen er vildledende. Derfor beskrives konsistens med
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to hovedkomponenter: (1) en pracis definition af de kontrafaktiske udfald Y'* via en detaljeret
specification af a, og (2) koblingen mellem de kontrafaktiske udfald og de observerede udfald.

Dette underafsnit omhandler den fgrste komponent af konsistens.

Betragt igen et randomiseret eksperiment til at bestemme den kausale effekt af hjertetransplan-
tation A pa 5-ars dgdelighed Y. Inden der blev indskrevet patienter i studiet, skrev forskere en
protokol, hvori de to interventioner - hjertetransplantation A = 1 og medicinsk legebehandling
A = 0 - blev beskrevet i detaljer. For eksempel specificerede forskere, at individer, der blev
tildelt hjertetransplantation A = 1, skulle modtage visse praeoperative procedurer, anastesi,
kirurgisk teknik, postoperativ behandling og immunsuppressiv terapi. Hvis protokollen ikke
havde specificeret disse detaljer, er det muligt, at hver leege havde udfgrt en anden version af
behandlingen “hjertetransplantation” maske ved hjalp af sin foretrukne kirurgiske teknik eller

immunsuppressiv terapi.

Der opstar et problem, hvis forskellige versioner af behandlingen har forskellige kausale effek-
ter. For eksempel kan den gennemsnitlige kausale effekt af “’hjertetransplantation” i et studie,
hvor de fleste l&ger anvendte en traditionel kirurgisk teknik, afvige fra den 1 et studie, hvor de
fleste laeger anvendte en ny kirurgisk teknik. Derfor, nar der refereres til “den kausale effekt
af hjertetransplantation A pa dgdelighed”, er det ngdvendigt at specificere versionerne a af be-
handling A. Hvis behandlingsvardierne a ikke er veldefinerede, er de kontrafaktiske udfald Y*
ikke veldefinerede, hvilket betyder, at P(Y*=! = 1) — P(Y%=? = 1) ikke er veldefineret. Ideelt
set vil protokollerne for randomiserede eksperimenter pracist specificere de behandlingsverdi-
er a, der er tildelt hvert individ, sa deres kontrafaktiske udfald Y er veldefinerede. I observa-
tionsstudier er forskere ngdt til at specificere verdierne a sa entydigt som muligt. Selvom dette
er forholdsvis ligetil for medicinske indgreb, sdsom hjertetransplantation, er det meget sverere

for behandlinger, der ikke svarer til faktiske indgreb i den virkelige verden.

Det er ikke ngdvendigt at have en absolut pracis definition af behandlingen for brugbar kaus-
al inferens. For eksempel, hvad angar den kausale virkning af motion, er forskere enige om,
at fordelene ved at Igbe med uret rundt om en bane er de samme som ved at Igbe mod uret
rundt. Derfor, nar man beskriver behandlingen "livsvarigt motion", er det ikke ngdvendigt at
specificere retningen for lgbeturen. Dette og andre aspekter af behandlingen anses for at vere
irrelevante, da en variation af dem ikke ville fgre til forskellige kontrafaktiske udfald. Det vil

sige, at kun tilstreekkeligt veldefinerede indgreb a er ngdvendigt.
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2.3.5 Konsistens: For det andet, forbind kontrafakta til det observerede
data

Betragt en forsker, der er interesseret i fglgende indgreb (a = 1): i en alder af 18 og op til 40
ar settes hver person pa en streng obligatorisk dizt, der garanterer, at de aldrig vejer mere end
deres veegt i en alder af 18 ar”. Hvert individ vejes hver dag efter individet fylder 18 ar. Hvis et
individs vagt bliver stgrre end baselinevagten efter de fgrste 18 ar, bliver individets kalorieind-
tag begrenset uden at ®@ndre den s&dvanlige blanding af kaloriekilder og mikronaringsstoffer
indtil det tidspunkt (normalt inden for 1-3 dage), hvor individet falder under baselinevaegten.
Hyvis fejl pa et kilogram eller to ignoreres, vil ingen individer nogensinde veje mere end baseli-
nevegten indtil 40 ar. Der gives ingen instruktioner eller begrensninger vedrgrende motion pa
noget tidspunkt eller dit i perioder med ikke-kaloriebegrensning. Sammenligningsindgrebet
(a = 0) er ”grib ikke ind”.

Antag, at der er enighed om, at behandlingsvaerdierne a = 1 og a = 0 er tilstrekkelig veldefine-
rede, og derfor at der ikke er meningsfuld uklarhed tilbage i specifikationen af de kontrafaktiske
udfald Y*=! og Y%=9. Der fokuseres nu pa lighedstegnet i konsistensbetingelsen Y = Y for

individer med A = a.

Betragt Ares, som holdt en approksimativt konstant vagt mellem 18 og 40 ar pa trods af, at
han ikke modtog indgrebet, altsa a = 0. Tvartimod bevarede Ares sin baselinevagt. Hans ob-
serverede behandlingsverdi var ikke A = 1, og derfor svarer hans observerede udfald Y ikke
ngdvendigvis til det kontrafaktiske udfald Y*=!, hvilket ville vere tilfzldet, hvis han modtog
indgrebet a = 1.

For at bevare sammenhangen mellem de kontrafaktiske udfald Y*=! og de observerede udfald
Y skal vi sikre, at kun individer, der modtager behandlingsversion a = 1, skal betragtes som
behandlede individer (A = 1) i analysen, og tilsvarende for de ubehandlede. Implikationen er,
at hvis det gnskes at kvantificere den kausale effekt P(Y*=! = 1) — P(Y*=? = 1) ved anvendel-
se af observationsdata, er der behov for data, hvor nogle individer modtog behandlingsvardier
konsistente med a = 1 og a = 0, altsa er der behov for (ubetinget) positivitet. Det er ikke nyttigt
at beskrive et veldefineret indgreb a, hvis indgrebet ikke kan kobles til de observerede data, det
vil sige, hvis ikke det med rimelighed kan antages, at ligheden Y* = Y holder for mindst nogle

individer.

Begraensningen til behandlingsvardien a er dog umulig, hvis data ikke er tilstrekkelig. Dette
problem kan opsta i eksempelvis et studie om overvegt, der indsamler data om kropsvagt i

alderen 40 ar, men ingen data om individets fortid med veagt, motion og dizt.
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En vej ud af dette problem er at antage, at effekterne af alle versioner af behandling er identiske
- det vil sige, hvis der er irrelevans af behandlingsvariation. 1 nogle tilfelde kan det vare en
god approksimation. For eksempel, hvis man er interesseret i den kausale effekt af hgjt blodtryk
i forhold til normalt blodtryk ved stroke, sa tyder empiriske beviser pa, at senkning af blodtryk-
ket gennem forskellige farmakologiske mekanismer resulterer 1 lignende udfald. Derfor kan der
argumenteres for, at en precis definition af behandlingen “blodtryk™ er ungdvendig for at for-
binde de potentielle og observerede udfald. I andre tilfelde er gyldigheden af antagelsen mere
tvivlsom. For eksempel, hvis der er interesse for den gennemsnitlige kausale effekt af vedlige-
holdelse af vaegt pa dgdsfald, sa tyder empiriske beviser pa, at nogle indgreb ville gge risikoen
(eksempelvis fortsattelse af rygning), mens andre ville mindske risikoen (eksempelvis moderat
motion). I praksis antager mange observationsanalyser implicit irrelevans af behandlingsvaria-

tion, nar der laves kausale inferenser om behandlinger med flere versioner.

Udefinerede behandlinger som “overvagt” ggr fortolkningen af estimater for kausale effekter
mere komplekse, men det ggr tilstrekkelig veldefinerede behandlinger, der ikke optrader i data
ogsa. Opdagelse af et misforhold mellem behandlingsvardierne og data kraver en omhyggelig
karakterisering af de behandlingsversioner, der fungerer i populationen. En sadan karakterise-
ring kan vare simpel i eksperimenter (det vil sige uanset hvilket indgreb, der anvendes til at til-
dele behandling) og relativt ligetil i nogle observationsanalyser (eksempelvis dem, der studerer
effekterne af medicinske behandlinger), men vanskelig eller umulig i mange observationsana-

lyser, der studerer effekterne af biologiske og sociale faktorer.

Karakterisationen af behandlingsversionerne i data ville vere ungdvendig, hvis eksperter enes
om, at alle versioner har en lignende kausal effekt. Men da eksperter kan tage fejl, er det bedste,
der kan ggres, at ggre disse diskussioner og antagelser sa gennemsigtige som muligt, sa andre

direkte kan udfordre argumenterne.

Der er nu blevet set pa observationsstudier, og i naste afsnit ses der pa, hvordan kausal inferens

grafisk kan afbildes, og hvilke egenskaber der kommer fra det.

2.4 Grafisk afbildning af kausal inferens

Dette afsnit er baseret pa kapitel 6 i [10], hvis ikke andet er angivet.

I dette afsnit introduceres der, hvordan kausal inferens grafisk kan afbildes. Til dette skal der

anvendes nogle matematiske begreber, sa som strukturelle kausale modeller (SCM), indgreb
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og kontrafakta. Disse begreber defineres matematisk, men fgrst introduceres en definition, som

anvendes senere.

Definition 2.4.1 (Pearls d-separation)
I en orienteret acyklisk graf (DAG) G er en sti mellem knuderne ¢; og i,, blokeret af en
meangde S (der ikke indeholder hverken ¢, eller i,,), nar der er en knude 7, sadan at en

af de to fglgende muligheder holder:
* i, € Sog

Ih—1 —> Tk — Tkt1
eller 7,1 < 1} < ’ik+1

eller 751 < i, — ik+1.
* Hverken 7, eller nogle af dens efterkommere er i S, og
o1 — U — ik+1.

I en DAG G siges det, at to disjunkte delmangder af knuder A og B er d-separeret af en
tredje disjunkt delmangde S, hvis enhver sti mellem knuderne i A og B er blokeret af S.

Sa skrives der

A 1lg BJS.

I definitionen betyder ordet acyklisk, at hvis der haves en orienteret graf, findes der ikke en

cykel i selve grafen.

Hvis i, — i1 for alle k, sa siges der at vaere en orienteret sti fra i, til 7,,, og i, kaldes en
forfader (ANY) til 4,,, og i,, kaldes en efterkommer (DEY) af i, .

I naeste underafsnit ses der pa en speciel type af kausale modeller, som ofte anvendes.

2.4.1 Strukturelle kausale modeller

Strukturelle kausale modeller anvendes til at beregne for eksempel indgrebsfordelinger. I hele
dette afsnit antages det, at SCM er givet eller som det mindste dens struktur. Nu gives der en
definition pa SCM.
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Definition 2.4.2 (Strukturel kausal model)
En strukturel kausal model (SCM) C := (S, Px) bestar af en mengde S af d strukturelle

anvisninger
Xj o= fj(PAj,Nj), j:17...,d, (21)

hvor PA; C {X;,..., X }\{X;} kaldes foreldre til X;. Px = Py,,..., Py

, €ren

samlet fordeling over stgjvariabler, som kraves at vere indbyrdes uathengige, altsa er
P en produktfordeling.

Grafen G af en SCM opnaés ved at lave en knude for hver X; og lave orienterede kanter
fra hver af dens foreldre PA; til X, altsa fra hver variabel X, pa hgjre side af ligning
2.1) til X; (se Figur@). Det antages, at denne graf er acyklisk.

En knude 7 kaldes en foralder til knude j, hvis der findes en sti ¢ — j, men ikke en sti j — 1.
Omvendt hvis der findes en sti 7 — ¢, men ikke en sti © — 7, kaldes knuden ¢ for barnet af

knuden j. Mengden af knude j’s bgrn betegnes (CH]g)

X1 := fi(X3,N)
X; 1= fo(X1,N2) / \
X3 1= f3(N3)
Xy = fa(X2.X5,Ny) \ /
s Ny,..., Ny jointly independent
e G is acyclic

Figur 2.6: Til venstre er der et eksempel pa en SCM, og til hgjre dens tilhgrende graf.
Taget fra [l10] pa side 84.

Nogle gange kaldes elementerne af PA ; ikke kun for foreldre, men ogsa for direkte drsager til

X, og X; kaldes en direkte effekt af hver af dens direkte arsager.

Selvom at terminologien er kausal (“direkte drsag” og “direkte effekt”), sa er Definition 2.4.2]
udelukkende matematisk. SCM’er er ngglen til at formalisere kausal argumentation og kausal
lering. Det vises forst, at SCM medfgrer en observationel fordeling, som er den fordeling, der
kan observeres, men til forskel fra de seedvanlige sandsynlighedsmodeller, sa medfgrer den ogsa

indgrebsfordelinger, som kommes ind pa senere, og kontrafaktum.
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Proposition 2.4.3 (Medfgrte fordelinger)
En SCM C definerer en entydig fordeling over variablerne X = (Xi,..., X;), sadan at
X; = fj(PA;, N;), hvor j = 1,...,d. Den medfgrte fordeling noteres Pg, og sommeti-

der skrives Px.

Bevis

Fra Definitionen 2.4.2] er det et krav, at den underliggende graf er acyklisk. Nu kan de struk-
turelle anvisninger erstattes rekursivt ind i hinanden, og pa grund af at grafen er acyklisk, kan
enhver knude X; skrives som en entydig funktion af alle stgjled (NVj)xe AN;, hvor AN er alle

forfedre af X, altsa

X = g;((Nr)rean;)-

Denne proposition formaliserer proceduren for, hvordan der udtages n datapunkter fra en samlet
fordeling: Fgrst genereres n i.i.d. stgjled N, ..., N" ~ Py, og derefter anvendes de struktu-
relle anvisninger (starter med kilde knuden (en knude uden forzldre, men med bgrn), derefter
knuder med hgjst en forzldre og s& videre) til at generere i.i.d. datapunkter X!, ... X" ~ Px.
De strukturelle anvisninger skal teenkes som en mangde af anvisninger eller funktioner

(ikke som matematiske ligninger), der forteller, hvordan bestemte variabler bestemmer andre.

I naeste underafsnit ses der pa indgreb, som anvendes ofte i det fglgende.

2.4.2 Indgreb

Nu kan indgreb modelleres i en SCM. Nar der laves indgreb pa en variabel X5, og satter det til
et binart udfald af en mgnt, forventes det, at indgrebet @ndrer fordelingen af systemet i forhold
til dets tidligere opf@rsel uden indgreb. Selv hvis variablen X, var kausalt pavirket af andre

variabler fgr, er den nu kun pavirket af mgnten: dens kausale foreldre er @ndret.

Formelt konstrueres indgrebsfordelinger fra en SCM C. De opnas ved at lave @ndringer for C
og derefter betragtes den nye medfgrte fordeling. Generelt er der forskel pa indgrebsfordelinger

og observationsfordelingen.
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Definition 2.4.4 (Indgrebsfordeling)
Betragt en SCM C := (S, Py) og dens medfgrte fordeling P$. En (eller flere) af de
strukturelle anvisninger erstattes for at opna en ny SCM C. Antag, at anvisningen for X},

erstattes af
Xk = f(I/D\;lk,Nk)

Sa kaldes den medfgrte fordeling af den nye SCM en indgrebsfordeling, og variabler-
ne, hvis strukturelle anvisninger er erstattet, siges at have varet grebet ind pd. Den nye

fordeling noteres

PS = pggdo(xk:f(ﬁzk,m»

Mengden af stgjvariabler i C indeholder nu bade nogle “nye” N’er og nogle ”"gamle”

N’er, som alle kraever at vere simultant uathengige.

Nér f (13:/4k, N,,) er konstant lig med en reel vardi a skrives P)ngo(x’“::a), som kaldes
et atomisk indgreb. Et indgreb med ﬁk = PA, kaldes ikke perfekt. Dette er et
specialtilfelde af et stokastisk indgreb [Korb et al., 2004] [7], hvor den marginale

fordeling af indgrebsvariablen har positiv varians.

Det kraeves, at den nye SCM C har en acyklisk graf; mangden af lovlige indgreb afhenger

dermed af grafen, der kommer fra C.

Det viser sig, at indgrebskonceptet er et godt vaerktgj til at modellere forskelle 1 fordelinger og

til at forsta kausale forhold. Her er et eksempel.

Eksempel 2.4.5 (Prediktorer og indgrebsmal)
Dette eksempel betragter pradiktion. Det viser, at selvom nogle variabler kan vare gode pre-

diktorer for en malvariabel Y, sa kan malvariablen vare upavirket efter et indgreb. Betragt
fglgende SCM C,

Xl - NX1

Y =X+ Ny
X2 :Y+NX27
\/\j |—=| };;—.-li}i: |

Figur 2.7: Taget fra
[10] pa side 90.
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hvor Nx,, Ny “ N(0,1) og Nx, ~ N(0,0.1) er simultant uath@ngige. Antag, at det gnskes

at prediktere Y fra X; og X,. Her er X5 en bedre pradiktor for Y end X;; for eksempel, en
lineer model uden X, fgrer til en stgrre MSE end en lineer model uden X . Hvis det gnskes at

@ndre Y, er indgreb pa X, ikke brugbare:

PEPX=N) — pC for alle variabler N.

Uanset hvordan der laves indgreb pa X5, sa vil fordelingen af Y forblive upavirket. Et indgreb

pa X, endrer derimod fordelingen af Y':

Pgdo(xl::m = N(E[Ny] + E[N],var[Ny] + var[N]) # P,
hvis Py # Py, , oghvis N er normalfordelt og uathengig af Ny-. 0

Dette eksempel kan ogsa anvendes til at vise, at indgreb ofte er forskellig fra betingelse:
C;do(Xa:=x
P ) = 15 (y) # P51 X = @),

Definition 2.4.6 (Total kausal effekt)
Givet en SCM C er der en fotal kausal effekt fra X til Y, hvis og kun hvis

XUY i P)C(;do(X::NX)

for en bestemt tilfzldig variabel N.

Der er andre koncepter end den, der er i Definition [2.4.6] som intuitivt beskriver eksistensen af

en total kausal effekt. Det viser sig, at de fleste udsagn er &kvivalente.

Proposition 2.4.7 (Totale kausale effekter)
Lad en SCM C vere givet. Sa er fglgende udsagn ekvivalente:

(1) Der er en total kausal effekt fra X til Y.

(ii) Der er et 2’ og 2" siledes at PS4 =) o4 plidolX:=e")
o C;do(X:=xz'
(iii) Der er et 2’ siledes at PS°=") £ p¢

Gv) XL Yi P)C(ﬁf(X::NX) for ethvert Ny, hvis fordelingen har fuld support.

I fglgende bevis anvendes notation, som introduceres i underafsnit[2.4.5]

Bevis
For at forenkle notation skrives X i stedet for X, og X5 i stedet for Y. Ved at anvende fglgende

trunkeret faktorisering

Lz P (@51 Tpas)) hvis 2 = a

0 ellers,

C;do(Xk:=a) ($1

P ey Tg) =
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sa medfgrer det, at

pg{;jO(X1Z=$1)<ZL‘2) = /Hl)‘7 ('Tj|'rpa(j))dx3 P dxd (2.2)
J#1
p(x
- / Hpj(gfﬂ%a(j))%dm s dag (2.3)
i#1 Pt
= D (2), 2.4)

hvis N, satter positiv masse pa x1, det vil sige, p(x1) > 0. Det kreeves yderligere, at fglgende
to udsagn holder for alle fordelinger () x, x, over (X, X5) med tethed ¢:

Xo )L X1iQ <= 7,27 med q(7}), q(x7) > 00g Qx,)x,=0; # Qo x1=a7» (2.5)
0g
Xo Y X11Q <= 32} med q(2]) > 00g Qx,|x,—; # Qxs- (2.6)
Herefter haves for ethvert N, med fuld support, at

.\ ligni .. < o : = y : = N
(7) igning(Z.5) Jx', ] med positiv tethed under NN, séledes at P)C(j%ﬁx/l M) P)C(ﬁ%f(:lx,l,Nl)
ieine D (1)

ligning@2] .. o : =N : :=N
lg Jx, ¥ med positiv tethed under NV, sdledes at pLidolXii=n1) £ plidoXii=h)

Xo| X1=x) Xo| X1=aY
i O
(trivielt) (Z)
: .\ (uriviel)) .. Cido(X1:=N; :
Yderligere haves der (ii) "2 (iii), og at P§, = Py =N hvor N7 har fordelingen P .

Med —(i) = —(ii), medfgrer det sidstnavnte, at

—|<Z> — Xy Al X1 P;do(X1::Nf)

ligni Cido(X1:=N7 Cido(X1:=N7
iening@8) PX;|§§1jm, 0 Py =N for alle 27 med p, (') >0
g

ligning@.2) P)(’;;do(X“:x,) = Pg, for alle 2’ med p;(2) > 0

(i) P)C(';Qdo()ﬁ::w/) = P§, for alle '

— (i)
|

Eksistensen af en total kausal effekt er relateret til eksistensen af en orienteret sti i den tilsva-
rende graf, men dette er dog ikke injektiv. Selvom en orienteret sti er ngdvendig for en total
kausal effekt, er det ikke tilstrekkeligt.
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Proposition 2.4.8
Antag, at en SCM C med tilsvarende graf GG er givet.

(i) Hvis ikke der er en orienteret sti fra X til Y, sa er der ingen total kausal effekt.

(i) Nogle gange er der en orienteret sti, men ingen total kausal effekt.

Bevis

Udsagn (i) felger direkte fra Markov egenskaben for SCM, hvilket behandles i underafsnit
Indgrebet fjerner de indgaende kanter i X, og hvis ikke der er en direkte sti fra X til Y
i den originale graf, er X og Y d-separeret. Udsagn (ii) kan bevises med et modeksempel (se
Eksempel 6.34 i [[10] pa side 107). [ |

Nu introduceres kontrafakta i SCM termer. Formelt handler det om, at stgjfordelingen i en SCM

opdateres, og derefter laves et indgreb.

Definition 2.4.9 (Kontrafakta)
Betagt en SCM C := (S, Pn) over knuder X. Givet nogle observationer x, defineres en
kontrafaktisk SCM ved at erstatte fordelingen af stgjvariablerne:

szx = (S, P§|X:x> y
hvor PS™=* := Pxix—x-

Den nye mangde af stgjvariabler behgver ikke l&ngere at vere indbyrdes uathengige. Kontra-

faktiske udsagn kan nu ses som do-udsagn i den nye kontrafaktiske SCM.

Denne definition kan generaliseres, sadan at der ikke observeres den fulde vektor X = x, men

kun nogle af variablerne.

I naeste underafsnit ses der pa, hvordan Markov egenskaben benyttes i SCM.

2.4.3 Markov egenskab

Markov egenskaben er en normalt anvendt antagelse, der giver basen for grafiske modeller. Nar
en fordeling er Markov med hensyn til en graf, sa indkoder denne graf visse uafthengigheder i
fordelingen, som kan udnyttes til effektiv beregning eller lagring af data. Markov egenskaben
eksisterer for bade orienterede og ikke-orienterede grafer, og disse to klasser indkoder forskel-
lige mangder af uathengigheder. I kausal inferens er der kun interesse for orienterede grafer.

Herunder gives en definition pa Markov egenskaben.
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Definition 2.4.10 (Markov egenskab)
Givet en DAG G og en falles fordeling Px, sa siges denne fordeling at overholde

* den globale Markov egenskab med hensyn til DAG G, hvis
A llgB|C= A 1 B|C,

for alle disjunkte m@ngder A, B, C.

* den lokale Markov egenskab med hensyn til DAG G, hvis hver variabel er uathen-

gig af dens ikke-efterkommere givet dens foreldre.

* Markov faktoriseringsegenskaben med hensyn til DAG G, hvis
d
p(x) = p(x1, ..., za) = | [ pi(z;|pad).
j=1

For den sidste egenskab skal der antages, at Px har tathed p, og faktorerne i produktet

kaldes kausale Markov kerner, som beskriver den betingede fordeling Py pas.

Det viser sig, at sa l&nge den felles fordeling har en tethed, er disse tre egenskaber &kvivalente.

Satning 2.4.11 (Ekvivalens af Markov egenskaber)
Hvis Px har en tethed p, sa er alle Markov egenskaber i Definition 2.4.10| &kvivalente.

Bevis

Dette bevis kan findes som Satning 3.27 i Lauritzen (1996) [8]]. [ |

Markov betingelsen relaterer udsagn om graf-separation til betinget uathengighed. Det er mu-

ligt, at forskellige grafer indkoder ngjagtigt den samme mangde af betingede uath@&ngigheder.

Definition 2.4.12 (Markov @kvivalens af grafer)
M(G) betegner mengden af fordelinger, der er Markov med hensyn til G:

M(G) := {P : P overholder den globale (eller lokale) Markov egenskab mht. G }.

To DAG’er G; og G, er Markov &kvivalente, hvis M(G;) = M(G,). Dette sker, hvis
og kun hvis G; og G, har den samme mangde d-separationer, hvilket betyder, at Markov

betingelsen medfgrer den samme mangde (betingede) uathengighedsbetingelser.

Bemark, at mengden af alle DAG’er, der er Markov @kvivalente til en DAG, kaldes Markov
wkvivalensklassen af G. Den kan repraesenteres af en fuld PDAG (partially DAG) som betegnes
med CPDAG(G) = (V, ), den indeholder (den orienterede) kant (i, j) € £, hvis og kun hvis
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en af medlemmerne af Markov @kvivalensklassen indeholder den. Se Figur[2.§]

Fra denne definition kan det godt se ud som om, at det ikke er trivielt at finde ud af, om to
DAG’er er Markov ®kvivalente, men Verma and Pearl (1991) [20] giver en pracis karaterisa-

tion.

Bemerk, at tre knuder A, B og C'i en DAG danner en v-struktur, hvis A — B « C, og A og
C er ikke direkte forbundet.

Lemma 2.4.13 (Grafiske kriterier for Markov &kvivalens)
To DAG’er G, og G, er Markov @kvivalente, hvis og kun hvis de har de samme v-
strukturer og det samme skelet (hvilket betyder, at de er ens, nar der ikke er nogen orien-

terede kanter).

@ @ @ @ @ @
@*—@ @ @*—@ . @%@ @

Figur 2.8: Taget fra [10] side 103.

Eksempel 2.4.14

Figur viser et eksempel pa to Markov @kvivalente grafer; grafen til venstre og grafen i
midten. Graferne har det samme skelet og kun en v-struktur X — Z < V. I den tilhgrende
CPDAG til hgjre 1 figuren er alle orienterede kanter ikke en del af en v-struktur. For eksempel
er kanten Z — Y ng@dvendig for at undga en v-struktur Y — Z < V. Derudover forhindrer

kanten X — Y, at der eksisterer en orienteret cykel. O

Der introduceres nu et grafisk koncept kaldet et Markov blanket fra Pearl (1988) [11], der bliver
relevant, nar der forsgges at forudsige en malvariabel Y fra de observerede verdier af alle andre
variabler. Der kan spgrges, hvad er den mindste mangde af variabler, der ggr alle andre variabler

irrelevante?

Definition 2.4.15 (Markov blanket)
Betragt en DAG G = (V, ) og en malknude Y. Markov blanket af Y er den mindste

mangde M, sadan at

Y 1lg V\({Y'} U M) givet M.
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Bemark, at hvis Px er Markov med hensyn til G, sa er

Y UL V\{Y}UM) givet M.

Med andre ord, hvis M er givet, sa giver de andre variabler ikke ny information om Y. I en
ideel regression er der kun brug for variablerne 1 M for at forudsige Y. Dette medfgrer ikke, at
de andre variabler er ubrugelige i en endelig prgve. Hvis der er noget underliggende, der ikke
vides om fordelingen af Y, kan det vare, at de indsamlede variabler ikke er de helt rigtige til at
praediktere Y. Dette betyder, at Markov blanket ikke er den bedste mangde variabler at bruge,

sa der skal bruges andre variabler udenfor den.

For DAG’er vides det, hvordan Markov blanket ser ud. Det indeholder ikke kun foraldre, men
ogsa bgrn og foraldre til bgrn [Pearl (1988)] [11].

Proposition 2.4.16 (Markov blanket)
Betragt en DAG G og en malknude Y. Sa inkluderer Markov blanket af Y dens foraldre,

dens bgrn og foreldrene til dens bgrn

M =PAy UCHy UPAcy, .

Indtil nu er der blevet diskuteret omkring Markov egenskaben relateret til fordeling og gra-
fer. Nu kigges der pa nogle af dens kausale implikationer. Markov egenskaben kan anvendes
til at retfeerdigggre Reichenbachs common cause principle (princip 1.1), som siger, at nar de
stokastiske variabler X og Y er afhangige, s ma der vare en “kausal forklaring” for denne

ath@ngighed:

1. X forarsager (muligvis indirekte) Y, eller

2. Y forarsager (muligvis indirekte) X, eller

3. der er (muligvis ikke observeret) en felles arsag 7, som (muligvis indirekte) forarsager
bade X og Y.

Her er det ikke specificeret, hvad der menes med “forarsage”. I den fglgende proposition retfaer-
diggeres Reichenbachs princip med hensyn til et svagt begreb af “forarsage”, altsa eksistensen

af en orienteret kant.
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Proposition 2.4.17 (Reichenbachs common cause principle)

Antag, at ethvert par af variabler X og Y kan indlejres i et stgrre system pa fglgende
made. Der eksisterer en korrekt SCM over samlingen X af tilfaeldige variabler, der inde-
holder X og Y med grafen G. Sa fglger Reichenbach common cause principle fra Markov

egenskaben, hvis X og Y er (ubetinget) afh@ngige, sa er der

1. enten en orienteret kant fra X til Y, eller
2. fraY til X, eller

3. der er en knude Z med en orienteret kant fra 7 til X og fra Z til Y.

Bevis

Pa grund af Markov egenskaben medfgrer athengigheden, at G indeholder en ikke-blokeret sti
mellem X og Y, da den globale Markov egenskab giver, at X og Y ikke er disjunkte mang-
der. Denne sti kan ikke indeholde en v-struktur, for ellers vil den vare blokeret af den tomme
mengde. Propositionen fglger da for enhver sti mellem X og Y uden en v-struktur ma have

formen X — ... =2 Y, X+ ...« Yeller X+ .. 77— ...=Y. [ |

Pearl (2009) [[13]] viser i S@tning 1.4.1, at fordelingen Px, som kommer fra en SCM, er Markov

med hensyn til dens graf.

Proposition 2.4.18 (SCM medfgrer Markov egenskab)
Antag, at Px kommer fra en SCM med graf G. Sa er Px Markov med hensyn til G.

Antagelsen, at fordelingen er Markov med hensyn til den kausale graf, kaldes sommetider den
kausale Markov betingelse. Dette har brug for begrebet om en kausal graf, hvilket der ses pa i

det fglgende underafsnit.

2.4.4 Kausale grafiske modeller

Det ses senere, at nar indgrebsfordelinger skal defineres, kreever det seedvanligt kun kendskab
til observationsfordelingen og grafstrukturen. Derfor defineres en kausal grafisk model som et
par, der indeholder en graf og en observationsfordeling, sadan at fordelingen er Markov med
hensyn til grafen, men der er en diskret teknikalitet. Formelt er det ngdvendigt at kende de fulde
betingelser, hvis p(z3|x; = 3) ikke er defineret, for eksempel pa grund af, at p(z; = 3) =0, sa

do(X1:=3) (

kan p x9) muligvis ikke defineres. Dette motiverer til at definere felgende begreb.
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Definition 2.4.19 (Kausal grafisk model)
En kausal grafisk model over stokastiske variabler X = (X7, ..., X;) indeholder en graf

G og en maengde af funktioner f;(z;, xpa¢), der integrerer til 1;
J

/fj(fﬁjaprg)dij =1L

Disse funktioner inducerer en fordeling Px over X via

d
p($1a ce 7md) = Hfj(xj’xPAjg.)7
j=1

og derfor spiller de en rolle i betingelserne: f;(x;, zp A]g) = p(z;|zp AJQ.)-

Hvis en fordeling Px over X er Markov med hensyn til en graf G og tillader en strengt positiv

kontinuert tethed p, sa definerer parret (Px,G) en kausal grafisk model med f;(z;, xppc) =
J

P(l’j |xPAf ).

2.4.5 Beregning af indgrebsfordelinger ved @ndring af kovariat

I dette underafsnit ggres der brug af et noget trivielt, men meget kraftfuldt invariansudsagn.
Givet en SCM C, og pa(j) := PAJQ, haves

pc(xj|xpa(j)) = pc(xj|$pa(j))> (27)

for alle SCM C, som er konstrueret fra C ved indgreb pa et X;, men ikke pd X,. Ligning (2.7)
viser, at kausale forhold er autonome under indgreb; denne egenskab kaldes nogle gange “au-

tonomi”. Hvis der indgribes pa en variabel, forbliver de andre mekanismer invariante.

Der udledes en formel fra ligning (2.7), som er kendt under tre forskellige navne: trunkeret
faktorisering [Pearl, 1993] [12], G-computation formel [Robins, 1986] [16]], og manipulations-
setning [Spirtes et al., 2000] [3]. Vigtigheden kommer fra, at det tillader at bestemme udsagn

om indgrebsfordelinger, selvom der aldrig er blevet set pa data.

Betragt en SCM C med
X]’ = fj(Xpa(j)aNj>7 ]: 1,...,d,

og tethed p°. P4 grund af Markov egenskaben haves

d

(.. ,Tq) = Hpc(fﬂj’xpa(j))-
j=1
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Bemeark, at de betingede p©(z|2,q(j)) kan defineres selv for veaerdier z,,(;) saledes at p© (zpq(j)) =
0. Betragt nu SCM C, som udvikles fra C efter do(X;, := Ny), hvor N, giver tetheden p. Igen

folger det fra Markovantagelsen 1 indgrebsfordelingen, at

pC;do(Xk::Nk)(ZE17 . ’xd) — Hpc;dO(Xk::Nk)(xﬂxpa(j)) . pC;do(Xk::Nk)(xk) (28)
J#k

= [T p° (51200 ). 2.9)
Jj#k

I sidste lighed anvendes invariansen fra ligning (2.7). Ligning (2.8) tillader at bestemme et
indgribende udsagn (venstre side) fra observationsstgrrelser (hgjre side). Som et specialtilfelde

haves

H#k pc(ll?j|$pa(j)) hvis x; = a,

0 ellers.

pc;do(Xk::a)<l,1’ o Tg) = (2.10)

Ofte er betingelser og indgreb med do() forskellige operationer. Det vises nu, at disse operatio-

ner bliver identiske for variabler, som ingen foreldre har. Antag uden tab af generalitet, at X,

er sadan en kilde knude. Sa haves

p(z1 = a) H?:Q P(5]2pas))
p(ry = a)

_ O =) (g g, (2.12)

(2.11)

pC (g, ..., 1qlzy = a) =

Ligning (2.8) og (2.10) er bredt anvendelige, men nogle gange lidt besvarligt at anvende.

Definition 2.4.20 (Gyldig justeringsmangde)

Betragt en SCM C over knuder V oglad Y ¢ P Ax (ellers haves p©i4°(X:=2) (y) = p€(y)).
En mengde Z C V\{X,Y} kaldes en gyldig justeringsmengde for det ordnede par
(X,Y), hvis

PEPN = (y) = Yl (ylr, 2)p°(2).

Her er summen (hvilket ogsa kunne vare et integral) over alle vaerdier z, som Z kan

antage.

Nogle gange kan simple betingelser lede til falske konklusioner. Dette leder frem til fglgende

definition.

Definition 2.4.21 (Confounding)
Betragt en SCM C over knuder V' med en orienteret sti fra X til Y, hvor X, Y € V. Den
kausale effekt fra X til Y kaldes confounded, hvis

pOPX=0) (y) £ pC(y|a).
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Det kunne nogle gange tenkes at ggre justeringsmangden sa stor som muligt for at reducere
indflydelsen af potentielle confounders. Det viser sig, at dette ikke altid er en god idé (Berk-
son’s paradox [Berkson, 1946] [1]). Ikke alle mangder er gyldige justeringsmangder, og nogle
gange er det bedre ikke at inkludere en kovariat i justeringsmangden. Det undersgges nu hvilke

mangder, som kan anvendes for justering. For en m@&ngde Z haves

pC;do(X::;r) (y) — ZpC;dO(X::;v) (y’ Z)
zZ

_ ch;do(X::m) (y|x7 Z)pC;do(X::m) (Z)
zZ

Hyvis der haves

C;do(X::z)(

P ylz,z) = p°(ylr, z) og poeE=(2) = pf(2), (2.13)

fglger det som fgr, at Z er en gyldig justeringsmangde. Egenskaben fra ligning (2.13)) betyder,
at betingelserne forbliver de samme selv efter indgreb pa X; det siges, at de er invariante. Det
naeste spgrgsmal er, hvilke betingelser forbliver invariante under indgribningen do(X := z). Til

dette ses der pa fglgende eksempel.

Eksempel 2.4.22 (Karakterisation af invariante betingelser)
Betragt en SCM C med

X = f;(PAj, Nj)

og et indgreb do( X}, := xj). Analogt til hvad der ggres i Pearl [2009, Chapter 3.3.2] [13] for
eksempel, kan der nu konstrueres en ny SCM C*, som er lig med C, men med endnu en variabel
I, som indikerer, om indgrebet fandt sted eller ej. Mere pracist er / en forelder til X} og har

ingen andre naboer. De tilhgrende strukturelle anvisninger er

I := N[
Xj = fj(PA;,N;) forj#k

fk(PAk,Nk) hvis I =0

k=
Ty ellers,

hvor N; eksempelvis har en Bernoulli fordeling med P(/ = 0) = P(/ = 1) = 0.5. Det vil

sige, at [ = 0 svarer til observationsmiljget, og I = 1 svarer til indgrebsmiljget. Ved at anvende
ligning (2.T1) fas
P (. xg I = 0) = pCHeT=0 (g )

= pc(xla o 7$d)a
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og tilsvarende
P (21, wg I = 1) = pSidoXe=ae) (g 1y).

Ved at anvende Markov egenskaben for C* fglger det for variabler A og en mangde af variabler
B, at
Allg- I|B = p° (a|b,I =0) =p° (alb, I = 1)
—> 1F(alb) = S alp)
Hgjre side siger, at fordelingen P, p af den betingede A givet B forbliver invariant under et

indgreb pa Xj.
Il

Ligning (2.13)) er opfyldt for mengder Z, hvor der haves
Y Ug- I|X,Z og Z g I.

Notationen G* betyder, at d-separationsudsagnet skal holde i G*. Dette leder frem til fglgende

proposition.

Proposition 2.4.23 (Gyldige justeringsmangder)
Betragt en SCM over variabler X med X,Y € X ogY ¢ PAy. Sa er fglgende tre

udsagn sande.

(i) ”Foralder justering”:
Z = PAX

er en gyldig justeringsmangde for (X, Y).
(ii) ”Bagdgrskriterie”: Enhver Z C X \{X,Y } med
(a) Z indeholder ingen efterkommere af X, og
(b) Z blokerer alle stier fra X til Y, der kommer ind i X gennem bagdgren
(X « ..., seFigur[2.9)
er en gyldig justeringsmangde for (X, Y).
(iii) ”Hen imod ngdvendighed”: Enhver Z C X \{X, Y} med

(a) Z indeholder ingen efterkommere af nogen knude pa en orienteret sti fra X
til Y (bortset fra efterkommere af X, som ikke er pa en orienteret sti fra X til
Y), og

(b) Z blokerer alle ikke-orienterede stier fra X til Y

er en gyldig justeringsmangde for (X,Y).
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Figur 2.9: Taget fra [10] pa side 115.

Betragt Figur 2.9] Kun stien X <— A — K — Y er en “bagdgrsvej” fra X til Y. M@ngden
Z = {K} opfylder bagdgrskriteriet (se Proposition 2.4.23|(ii)); men Z = {F,C, K} er ogsa
en gyldig justeringsmangde for (X, Y'); se Proposition [2.4.23|(iii).

Tredje udsagn uddybes. Betragt eksempelvis en gyldig justeringsmengde Z, som er opnaet via

bagdgrskriteriet. En knude 7, kan tilfgjes til Z, som opfylder Z, L Y| X, Z, og sa gelder

ZP(ZJW z,zo)p(z, ZO) = Zp(y’xvz) ZP(Z, ZO)

Z’ZO

= 3" pyle, 2)p(=).

Det viser sig, at (iii) fra Proposition[2.4.23|karakteriserer alle gyldige justeringsmangder [Shpit-
ser et al., 2010] [119].

2.4.6 Potentielle udfald

I dette underafsnit introduceres en alternativ tilgang til kausal inferens, som ikke er baseret pa
SCM’er. Dette kaldes potentielle udfald, hvilket svarer til kontrafakta, som blev anvendt i de tre
forste afsnit i dette kapitel.

Definitioner og eksempler

Betragt et eksempel om en gjenlege. I stedet for tilfeldige variabler haves nu en gruppe af n
patienter (eller enheder) u = 1, ..., n, hvor hver patient enten far behandling eller ej. Der til-
deles to potentielle udfald til hver patient u: B, (t = 1) betegner, om patienten ville blive blind
(B = 1) eller blive helbredt (B = 0), hvis behandling modtages (7' = 1). Analogt betegner
B, (t = 0), hvad der ville ske uden behandling (7" = 0). Begge af disse potentielle udfald anta-

ges at veere deterministiske. For hver patient hjelper behandlingen, eller ogsa ggr den ikke: der
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er ingen tilfeeldighed involveret. Hvis B, (t = 1) = 0 og B,(t = 0) = 1 siges det, at behandlin-

gen har en positiv effekt for enhed u.

I praksis er det ikke muligt at tjekke disse betingelser. "The fundamental problem of causal
inference” [Holland, 1986] [6] siger, at for hver enhed u kan enten B, (t = 1) eller B, (t = 0)
observeres, men aldrig begge pa samme tid. Dette er pa grund af, at efter en person er behandlet,
er det ikke muligt at ga tilbage i tiden og fortryde det. Dette galder ogsa den anden vej. Hvis
det besluttes ikke at give en behandling, kan behandlingen stadig gives pa et senere tidspunkt,
men dette kan ikke leengere fortolkes som et udfald af variablen B, (¢ = 1). Patienten kan for
eksempel muligvis vare helbredt i mellemtiden af sig selv. Derfor kan kun en af de potentielle

udfald observeres, og de uobserverede bliver kontrafakta.

Figur viser et (hypotetisk) datasazt for forrige eksempel om gjenlegen. Ofte antages the
stable unit treatment value assumption (SUTVA) [Rubin, 2005] [18] implicit, hvilket siger, at
enhederne ikke forstyrrer hinanden (det potentielle udfald af en enhed ath@nger ikke af hvilken
behandling enhver anden enhed modtog, eksempelvis) [Cox, 1958] [2]]; yderligere kraves det,
at de potentielle udfald ikke ath@nger af hvordan eller hvorfor behandlingen er modtaget. I ne-

ste underunderafsnit ses det, at SUTVA er opfyldt, nar data er genereret fra en SCM.

Unit || Treatment | Pot. Outcome | Pot. Outcome | Umit-Level Causal Effect
i T Hu:;lr = D: Bt = 1 ) Byt = 1' _B:.-::Ir =0)
1 1 1 ] -1
2 0 1 | 0 -1
3 | 1 0 -1

43 1 1 0 1

44 1] 1] 1 1

45 1] 1 0 -1

119 1 1 0 -1

120 | i} 1 1

121 1] 1 | 0 -1

200 1] | 1 | 0 | -1

Figur 2.10: Taget fra [10] pa side 124.

Tabellen i Figur [2.10] viser det navnte eksempel med gjenlegen ved anvendelse af potentielle
udfald. For hver patient (eller enhed), observeres kun en af de to potentielle udfald. Den obser-
verede information har en gra baggrund. Behandlingen 7" er nyttig for nasten alle patienter. Kun

i 2 ud af 200 tilfzlde skader behandlingen patienten og ggr individet blind, B = 1. Selvom at
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tildele behandlingen (7" = 1) er en god idé i de fleste tilfelde, sa var det den forkerte beslutning
for patient u = 120.

De potentielle udfald viser effekten af en behandling pa et individ. Den enheds kausale effekt
defineres som B, (t = 1) — B, (t = 0) og en gennemsnitlig kausal effekt

CE=-) (BJt=1)—B,(t=0). (2.14)
u=1
”The fundamental problem of causal inference” forhindrer at udregne ligning (2.14]) direkte.
Antag, at i et fuldstendigt randomiseret eksperiment modtog enheder v € Uy C {1,...,n}
behandling 7' = 0 og enheder u € U; = UOC behandling 7" = 1. Neyman [1923] [9]] viser, at

. 1
CE=——3S B,(t=1)— Bu(t =0 2.15
#UOQ;UO (t=1) #Ulg:m (t=0) (2.15)

er en unbiased estimator for ligning (2.14)). Tilfeeldigheden i CE kommer fra de tilfeeldige til-
delinger, som afggr, hvilken af de to potentielle udfald for enheden, der observeres; udfaldene
selv anses som skjulte, ikke tilfeeldige. Bemerk, at ligning (2.15]) kun indeholder observerede

stgrrelser og kan derfor udregnes efter studiet er gennemfort.

Relation mellem potentielle udfald og SCM’er

I SCM’er kan potentielle udfald representeres ved hjelp af kontrafakta. I eksemplet med gjen-
legen opfylder SCM C, T — B,atT = Nrog B=T-Ng+ (1 —T) - (1 — Np). Derfor kan
hver patient representeres ved specifikke vardier for Np og Np. I Figur [2.10] er eksempelvis
patient 43 karakteriseret af N = 1, Np = 0, mens patient 44 opfylder Ny = 0, Ng = 1. De to
ledt = 0 ogt = 1 svarer til indgreb pa 7. I alt haves

Bu(t =1) = Bi SCMC|N = ny;do(T := 1), (2.16)

hvor n, karakteriserer enhed u [Pearl, 2009, Equation (3.51)] [13]]. Venstre side af ligning
(2.16) er det potentielle udfald, og hgjre side er det kontrafaktiske SCM. Da alle stgjled er de-
terministiske i den kontrafaktiske SCM, er den medfgrte fordeling af B ogsa degenereret, og
B er deterministisk (som kravet). I eksemplet vist i Figur 2.10] er der blevet taget 200 i.i.d.
enheder ved anvendelse af Bernoullifordelinger Ny ~ Ber(0.6) og Ng ~ Ber(0.01). I dette
tilfelde er SUTVA opfyldt. I.i.d. antagelsen medfgrer, at enhederne ikke forstyrrer hinanden og
modulariteten (indgreb pa 7" @ndrer kun den strukturelle anvisning for 7") giver det, at maden

behandlingen modtages ikke har nogen indflydelse pa resultatet.
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Nu diskuteres et resultat, der viser, i hvilken forstand begge reprasentationer i ligning (2.16) er
ekvivalente. Til dette fglges reprasentationen i Pearl [2009, 7.3.1] [13]] og Halpern [2000] [4].

Argumentationen er baseret pa fglgende trin:

1. Definér egenskaberne (aksiomer): (C0)-(C5) og (MP) [Halpern, 2000, Section 3] [4].
2. Disse aksiomer er opfyldt i begge reprasentationer (”soundness’)

3. Det kan vises, at disse egenskaber er fuldstendige for kontrafaktiske SCM’er. Ethvert

kontrafaktisk udsagn fglger fra et af disse aksiomer.

4. Det kan konkluderes, at enhver s@tning, som holder for kontrafaktiske SCM’er, holder for
potentielle udfald og omvendt (for at det gaelder omvendt, kraeves det, at den potentielle
udfaldsramme ikke antager mere end aksiomerne, som er nevnt). Det fglger ogsa fra
trin 3, at ethvert datasat (ligesom i Figur 2.10), som opfylder de tre aksiomer, kunne
vare modelleret med en kontrafaktisk SCM. Hvis ingen SCM kan generere dette datasat,
betyder det, at kontrafakta fra SCM’er ville opfylde en anden egenskab, som ikke er

medfgrt fra de tre aksiomer, nemlig den egenskab, at dette datas@t ikke kan genereres.

De to verdener adskiller sig i deres sprog. Selv hvis hver s@tning holder i begge rammer, kan
nogle s@tninger vere nemmere at bevise i en verden end i den anden. Enhver antagelse i en
setning medfgrer restriktioner pa den underliggende datagenererende proces; afhangig af ap-
plikationen kan en formulering muligvis forenkle vurderingen af disse restriktioner. Ses der pa,
hvor den gennemsnitlige kausale effekt er nul, men de individuelle kausale effekter er ikke-nul,
sa ser det ud til at veere nemmere for potentielle udfald. Pa den anden side kan den grafiske
reprasentation af SCM’er muligvis vere nyttig til at udnytte antagelser pa de kausale forhold

mellem tilfeldige variabler.

Richardson and Robins [2013] [[15] foreslar at anvende single world intervention graphs. Disse
grafer tillader at s&tte variabler til bestemte vaerdier, og derfor konstruere grafiske sammenhan-
ge til kontrafaktiske variabler. Disse modificerede grafer giver mulighed for at aflese betingede
uathengighedsudsagn, der involverer bade faktuelle og kontrafaktiske variabler. Derfor kan dis-
se grafer ses som et nyttigt vaerktgj til at oversatte grafiske antagelser til kontrafaktiske udsagn,

som ofte anvendes af potentielle udfaldsanalytikere.
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Databehandling

Dette kapitel er baseret pa kapitel 12 og 13 i [[17], hvor koden tilhgrende disse kapitler er tilpas-
set dette projekts dataset.

I dette kapitel tages der udgangspunkt 1 datasettet "Framingham Heart Study”, som startede 1
1948, hvor hvert individ blev fulgt i 24 ar, safremt individerne ikke blev censureret eller dgde.
Hvert sjette ar blev individerne undersggt, altsa tre perioder i alt. I vores dataset er baseline for
malingerne fra periode 1. For at ggre det nemmere at afprgve teorien pa dataszttet, ser vi kun pa
de individer, som var med i bade periode 1 og 3, sa slutmalingerne pa individerne er fra periode
3.

Indblik i data

frmgham2 <- read_csv ("csv/frmgham2.csv")

frmgham2 <- frmgham2[,-c(3,11,13,22,23)]

frmgham?2 <- na.omit (frmgham?2)

frmg_perl <- subset (frmgham2, PERIOD==1)
frmg_per3 <- subset (frmgham2, PERIOD==3)

Vi indleser datasa@ttet og fjerner de variabler, som har mange manglende veardier og ikke er
relevante, sa vi har et mere rent datasat at arbejde med. Derefter deles datasattet op i to. Det
ene er “frmg_perl”, som indeholder de malinger, der blev taget i periode 1, og “frmg_per3”,

som indeholder de malinger, der blev taget i periode 3.

De variabler, der tages med i analysen, er:

* "RANDID”, som er identifikationen pa individerne i datasettet.
» ”SEX”, som er kgnnet pa individerne. 1 for mand og 2 for kvinder.
* ”AGE”, som er alderen for individerne malt i ar i periode 1.

* ”educ”, som er uddannelsesniveauet i periode 1. 1 for 0 — 11 ars uddannelse, 2 for high
school diploma eller GED, 3 for lidt college eller vocational school og 4 for college/ba-
chelorgrad eller hgjere.

* "BMI”, som er individernes BMI i periode 1.
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* "CURSMOKE?”, som er om individerne ryger eller ej i periode 1. 0 for ikke-rygere og 1

for rygere.
* "CIGPDAY”, som er antallet af cigaretter per dag i periode 1.
* "DEATH”, som er om individet dgde efter periode 3.
* “bmidef”, som er forskellen pa BMI i periode 3 og periode 1.

* ”gsmk”, som er om individet stoppede med at ryge. O for hvis der ikke var nogen @&ndring,

og 1 hvis de stoppede med at ryge.

Den fglgende kode sikrer os, at vi kan samle variablerne i ét dataset til sidst.

datl.l <- data.frame (frmg_per3$RANDID, frmg_per3$SEX, frmg_per3S$SAGE,
frmg_per3$educ, frmg_per3$BMI, frmg_per3$CURSMOKE,
frmg_per3$SCIGPDAY, frmg_per3$DEATH)

dat2 <- subset (frmg_perl, frmg perl$RANDID%in%datl.l$frmg_per3.RANDID)
datl.l <- subset(datl.l, datl.1$frmg_per3.RANDID%in%dat2S$SRANDID)

datl.1lSbmidef <- datl.1S$frmg_per3.BMI-dat2$BMI

I linje 5-6 i den overstaende kode sikrer vi os for kun at inkludere individer, der er med i begge
perioder, sadan at forskellen pa BMI kan beregnes. Herefter beregnes variablen ”qsmk”, hvor
hvis "CURSMOKE?” er lig med 1 i periode 1 og 0 i periode 3, sa fas vaerdien 1, nar forskellen
bestemmes, hvilket betyder, at de er stoppet med at ryge, altsa ’qsmk” lig med 1.

datl.18gsmk <- 0

for (i in l:length(datl.1$frmg_per3.RANDID)) {
if (dat2$CURSMOKE [i]-datl.l1S$frmg_per3.CURSMOKE[i]==1)
{datl.1$gsmk[i] <- 1}
else {datl.1Sgsmk[i] <- 0}

Nu samles variablerne i ét datasat, hvor de er taget fra de passende perioder, som i beskrivelsen

af variablerne.

RANDID <- datl.l$frmg_per3.RANDID
SEX <- datl.1$frmg_per3.SEX

AGE <- dat2$AGE

educ <- dat2$educ

BMI <- dat2$BMI

CURSMOKE <- dat2$CURSMOKE

CIGPDAY <- dat2S$CIGPDAY
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DEATH <- datl.l1$frmg_per3.DEATH
gsmk <- datl.l$gsmk
bmidef <- datl.l1Sbmidef

datl <- data.frame (RANDID, SEX, AGE, educ, BMI, CURSMOKE, CIGPDAY,

DEATH, gsmk, bmidef)

Det, der gerne vil udregnes nu, er associationsforskellen E[Y|A = 1] — E[Y|A = 0] pa, om
man er stoppet med at ryge A = 1, eller om der ikke er nogen @&ndring A = 0 og indflydelsen

af dette pa BMI Y. Det fgrste, der ggres, er at tilpasse en lineeer model for at kunne estimere

O 00 9 O U B~ W N

[ I R e e e e e )
S O 0 9 N L AW N = O

ElY|A=1]og E[Y|A=0].

modell <- Im(bmidef ~ gsmk, data = datl)

summary (modell)

#Result
Call:
Im(formula = bmidef ~ gsmk, data = datl)
Residuals:
Min 10 Median 30 Max

-17.1186 -1.2686 0.0814 1.3264 12.0114

Coefficients:

Estimate Std. Error t value Pr(>|t])
(Intercept) 0.06862 0.04571 1.501 0.133
gsmk 0.61499 0.11980 5.133 3.02e-07 *xxx*

Signif. codes: 0 #*xx 0.001 %% 0.01 = 0.05 . 0.1 1

Residual standard error: 2.362 on 3123 degrees of freedom
Multiple R-squared: 0.008367, Adjusted R-squared: 0.00805
F-statistic: 26.35 on 1 and 3123 DF, p-value: 3.02e-07

Det fglgende er estimatet af henholdsvis E[Y|A = 1] og E[Y|A = 0].

predict (modell, data.frame (gqsmk=1))
#Result
0.6836044

predict (modell, data.frame (gsmk=0))
#Result
0.06861798
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Dette betyder, at associationsforskellen er 0.68 — 0.07 = 0.61. Det kan ses ud fra summary af
”modell”, at associationsforskellen er signifikant, sa der er lille sandsynlighed for, at den er lig
med 0, sa det er nasten sikkert, at man tager pa i vaegt, nar man stopper med at ryge. Det ser dog
ikke ud til, at man tager serlig meget pa i veegt, nar man stopper med at ryge, og der kan veare
confounding variabler, der ogsa har indflydelse pa dette. Denne associationsforskel giver os et
groft estimat pé kausalitetsforskellen E[Y*=1] — E[Y%=°], men dette estimat kan underestimere

den sande verdi.

I de fglgende tabeller ses der pa, hvordan rygestop er fordelt mellem kgn.

table (datl$gsmk, dat1$SEX)
prop.table (table (datl$gsmk, datl1$SEX), 2)

#Result
1 2
0 1048 1622
1 275 180

1 2
0 0.79213908 0.90011099
1 0.20786092 0.09988901

Det kan ses ud fra vores data, at hvis man er en mand, har man sandsynlighed 0.2 for at stoppe
med at ryge, mens at sandsynligheden for kvinder er 0.1. Dette betyder ikke ngdvendigyvis, at
der er flere kvinder, der ryger. Det kan lige sa godt veere, at der var faerre kvinder, der rgg til at
starte med. Det, der kan siges ud fra disse tabeller, er, at ud af de mand og kvinder der rgg, sa

stoppede 20% af mendene og 10% af kvinderne.

Nu ses der pa fordelingen af rygestop mellem uddannelsesniveauer.

table (datl$gsmk, datlS$educ)
prop.table (table (datl$gsmk, datl$educ), 2)
#Result
1 2 3 4
0 1077 823 459 311
179 128 76 72

=

1 2 3 4
0 0.8574841 0.8654048 0.8579439 0.8120104
1 0.1425159 0.1345952 0.1420561 0.187989%¢6
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Det eneste vi kan konkludere ud fra disse tabeller er, at der ikke er stor forskel pa rygestop
mellem uddannelsesniveauer. Den eneste, der skiller sig lidt ud, er niveau 4, men det er ikke

meget.

I naeste del estimeres IP vagtene, hvor der tages hgjde for de confounding variabler. Det antages,

at de malte variabler er nok til at justere for confounding.

3.1 Estimering ved anvendelse af IP vaegtning

I hele dette afsnit estimeres parametrene i modellerne ved at anvende IP vaegtning og udvidelser
pa dette. Pa grund af den made dataszttet er blevet behandlet, er der nogle antagelser, der ggres.
Den vigtigste antagelse er, at der kun ses pa individer, der ikke er censureret, altsa C' = 0. Sa
nar der skrives E[Y|A = a, er det indforstaet, at det er E[Y'|A = a,C' = 0]. Dette geelder hver

gang, der betinges pa noget.

Estimering af parametre med IP vagtning

Det fgrste, der ggres, er at tilpasse en generaliseret lineer model (glm) med den binomiale
familie, sa det er logisktisk regression, da variablen ”qsmk” er binar. Responsvariablen i den-
ne model er ”qsmk”, og de andre variabler i modellen er "SEX”, "AGE”, "AGE?”, “educ”,
”CIGPDAY”, "CIGPDAY?”, "BMI” og "BMI?”. De variabler, der kvadreres, er de kontinuerte
variabler. Dette anvendes til at udregne IP vagtene pa alle individer i datasattet, som senere

anvendes til at estimere parameteren for rygestop.

fit <= glm(gsmk~ SEX + AGE+ I (AGE"2)+ as.factor (educ)+ CIGPDAY+
I (CIGPDAY"2)+ BMI + I(BMI"2),
family = binomial(),
data = datl)
summary (fit)
#Result
Call:
glm(formula = gsmk ~ SEX + AGE + I (AGE"2) + as.factor (educ) +
CIGPDAY + I(CIGPDAY"2) + BMI + I(BMI"2), family = binomial (),
data = datl)

Deviance Residuals:
Min 10 Median 30 Max
-1.2704 -0.5928 -0.3595 -0.2854 2.8186
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Coefficients:

Estimate Std. Error z value Pr(>|z]|)
(Intercept) -3.309e+00 2.446e+00 -1.353 0.176083
SEX -4.179e-01 1.183e-01 -3.533 0.000411 #*=x
AGE 2.041e-02 8.140e-02 0.251 0.802012
I(AGE"2) 9.704e-05 8.136e-04 0.119 0.905060
as.factor(educ)2 -6.739e-02 1.363e-01 -0.494 0.621036
as.factor(educ)3 1.487e-01 1.609e-01 0.924 0.355391
as.factor(educ)4 3.516e-01 1.672e-01 2.103 0.035442 =
CIGPDAY 1.704e-01 1.277e-02 13.345 < 2e-16 xx%
I (CIGPDAY"2) -3.272e-03 3.493e-04 -9.367 < 2e-16 *x#*x*
BMI -2.762e-02 1.01le-01 -0.273 0.784736
I(BMI"2) 7.629e-04 1.819e-03 0.419 0.674924

Signif. codes: 0 #*xx 0.001 %% 0.01 = 0.05 . 0.1 1

(Dispersion parameter for binomial family taken to be 1)
Null deviance: 2593.8 on 3124 degrees of freedom

Residual deviance: 2244.3 on 3114 degrees of freedom

AIC: 2266.3

Number of Fisher Scoring iterations: 5

For at udregne estimatet af [P vegtene

. 1
~ P(A=1|L)
for dem, der stopper med at ryge, og
- 1
1—P(A=1|L)

for dem, der ikke stopper, benyttes en “ifelse” funktion til fgrst at udregne sandsynlighederne
for individerne. Derefter tages den reciprokke af sandsynlighederne og sa fas de estimerede IP

vaegte.

p.gsmk.obs <- ifelse(datlS$Sgsmk==0,1- predict (fit,type = "response"),
predict (fit,type = "response"))

datl$w <- 1/p.gsmk.obs

summary (datlSw)
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#Result
Min. 1st Qu. Median Mean 3rd Qu. Max.
1.001 1.054 1.095 1.943 1.424 53.100

Middelvardien af disse IP vagte estimeres til at vere 1.943, og den mindste IP vagt er 1.001,
mens den stgrste er 53.1. Det kan muligvis siges, at 53.1 er en stor vardi for en IP vaegt, men
den er ikke urealistisk. Det betyder bare, at der var et individ, der blev forudsagt at have sand-
synlighed 0.019 for at stoppe med at ryge, men fortsatte alligevel. Eller omvendt en der blev
forudsagt med stor sandsynlighed for at stoppe med at ryge, som ikke stoppede. Dette sker ogsa

i virkeligheden, sa disse IP vagte giver mening at benytte til parameter estimation.

For at estimere parameteren tilpasses en linezer model pa formen E[Y'|L] = By + 1 A. Herer A
”gqsmk” og Y er “bmidef”, hvor der tages hgjde for individernes IP vagte. For at finde et 95%
konfidensinterval omkring vores parameter estimat, Bl, anvendes funktionen geeglm”, som
tilpasser en GEE model. Dette ggres, da GEE modeller anvender en robust variansestimator,

nar korrelationsstrukturen er uafhengig.

library (geepack)

fitgee.w <- geeglm(bmidef~ gsmk, data = datl, weights = w,
id =RANDID, corstr = "independence" )
summary (fitgee.w)
#Result
Call:
geeglm (formula = bmidef ~ gsmk, data = datl, weights = w,
id = RANDID, corstr = "independence")

Coefficients:
Estimate Std.err Wald Pr(>|W]|)
(Intercept) 0.0426 0.0453 0.88 0.35
gsmk 0.6598 0.1537 18.43 1.8e-05 *x*x*

Signif. codes: 0 *xx 0.001 %% 0.01 = 0.05 . 0.1 1

Correlation structure = independence

Estimated Scale Parameters:

Estimate Std.err
(Intercept) 5.49 0.311

Number of clusters: 3125 Maximum cluster size: 1
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beta <- coef (fitgee.w)

SE <- coef (summary (fitgee.w)) [, 2]
lcl <- beta - gnorm(0.975) x SE
ucl <- beta + gnorm(0.975) x SE
cbind (beta, 1lcl, ucl)

#Result

beta lcl ucl
(Intercept) 0.0426 -0.0462 0.131
gsmk 0.6598 0.3585 0.961

Konfidensintervallet for 3; er (0.3585,0.961), hvilket er et konservativt estimat, som dakker
den sande veardi for super-populationen mere end 95% af gangene. Vores estimat er Bl =
0.6598, hvilket betyder, at hvis man stopper med at ryge, stiger ens BMI med 0.6598. For et
individ med hgjde 181cm, hvilket svarer til en gennemsnitlig mand 1 Danmark, vil det sige, at
de har taget 2.16kg pa i veegt. Konfidensintervallet svarer til (1.17,3.15)kg. Dette betyder, at

nulhypotesen om at rygestop ikke har nogen effekt pa vagt, kan forkastes.

Estimering af stabiliserede IP vagte

Nu estimeres parameteren 3; ved anvendelse af stabiliserede IP vegte. De er forskellige fra IP

A_ 1 : s 1 - s A _ _fA) :
vaegte W = TOAID) ved, at der ikke star 1 i teelleren, men der star f(A), SW* = FAD) Disse

vagte estimeres nasten pa samme made som tidligere, med at der tilpasses en glm til start for

at finde navneren.

denom.fit <- glm(gsmk~ as.factor (SEX) + AGE+ I (AGE"2)+
as.factor (educ)+ CIGPDAY+
I (CIGPDAY"2)+ BMI + I (BMI"2),
family = binomial (),
data = datl)
summary (denom.fit)
#Result
Call:
glm(formula = gsmk ~ as.factor (SEX) + AGE + I (AGE"2)
+ as.factor (educ) + CIGPDAY + I (CIGPDAY"2) + BMI + I(BMI"2),
family = binomial (), data = datl)

Deviance Residuals:
Min 10 Median 30 Max
-1.270 -0.593 -0.359 -0.285 2.819
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Coefficients:

Estimate Std. Error z value Pr(>|z])
(Intercept) -3.726602 2.426814 -1.54 0.12464
as.factor (SEX)2 -0.417914 0.118286 —-3.53 0.00041 *x*=x
AGE 0.020411 0.081402 0.25 0.80201
I(AGE"2) 0.000097 0.000814 0.12 0.90506
as.factor(educ)2 -0.067391 0.136314 -0.49 0.62104
as.factor(educ)3 0.148660 0.160855 0.92 0.35539
as.factor (educ)4 0.351600 0.167169 2.10 0.03544 =
CIGPDAY 0.170372 0.012766 13.35 < 2e-16 #%xx
I (CIGPDAY"2) -0.003272 0.000349 -9.37 < 2e-16 *x*%
BMI -0.027618 0.101109 -0.27 0.78474
I(BMI"2) 0.000763 0.001819 0.42 0.67492

Signif. codes: 0 #*xx 0.001 %% 0.01 = 0.05 . 0.1 1

(Dispersion parameter for binomial family taken to be 1)
Null deviance: 2593.8 on 3124 degrees of freedom

Residual deviance: 2244.3 on 3114 degrees of freedom

AIC: 2266

Number of Fisher Scoring iterations: 5

Herunder kan det ses, hvordan navneren ’pd.qsmk” estimeres. Herefter tilpasses en glm for at

estimere telleren i SW4.

pd.gsmk <- predict (denom.fit, type = "response")

numer.fit <- glm(gsmk ~ 1, family = binomial (), data = datl)
summary (numer.fit)

#Result

Call:

glm(formula = gsmk ~ 1, family = binomial(), data = datl)

Deviance Residuals:
Min 10 Median 30 Max
-0.561 -0.561 -0.561 -0.561 1.963

Coefficients:
Estimate Std. Error z value Pr(>|z]|)

(Intercept) -1.7695 0.0507 -34.9 <2e-16 **x%
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Signif. codes: 0 #*xx 0.001 %% 0.01 = 0.05 . 0.1 1

(Dispersion parameter for binomial family taken to be 1)
Null deviance: 2593.8 on 3124 degrees of freedom

Residual deviance: 2593.8 on 3124 degrees of freedom

AIC: 2596

Number of Fisher Scoring iterations: 4

Estimatet for individer, der stopper med at ryge, er

~

P(A=1)
P(A=1|L)
og for dem, der ikke stopper
1-P(A=1)
1—P(A=1|L)
pn.gsmk <- predict (numer.fit, type = "response")
datlS$sw <-
ifelse(datl$gsmk == 0, ((1 - pn.gsmk) / (1 - pd.gsmk)),
(pn.gsmk / pd.gsmk))
summary (dat1Ssw)
#Result
Min. 1st Qu. Median Mean 3rd Qu. Max.
0.27 0.89 0.92 0.99 1.07 7.73

I teorien er middelvardien for de stabiliserede IP vagte lig med 1, og vores estimerede middel-
veerdi er lig med 0.99, sa den er tet pa. Intervallet pa de stabiliserede IP vagte er (0.27,7.73),
hvor de tidligere IP vagte havde intervallet (1.001,53.1). Det mindre interval kommer fra, at

der i teelleren star f(A), som er en stabiliserende faktor.

fitgee.sw <- geeglm(bmidef~ gsmk, data = datl, weights = sw,
id =RANDID, corstr = "independence" )
summary (fitgee.sw)
#Result
Call:
geeglm (formula = bmidef ~ gsmk, data = datl, weights = sw,
id = RANDID, corstr = "independence")
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Coefficients:
Estimate Std.err Wald Pr(>|W]|)
(Intercept) 0.0426 0.0453 0.88 0.35
gsmk 0.6598 0.1537 18.43 1.8e-05 *x*x*

Signif. codes: 0 #*xx 0.001 %% 0.01 = 0.05 . 0.1 1

Correlation structure = independence

Estimated Scale Parameters:

Estimate Std.err
(Intercept) 5.45 0.224

Number of clusters: 3125 Maximum cluster size: 1

beta <- coef (fitgee.sw)

SE <- coef (summary (fitgee.sw)) [, 2]
lcl <- beta - gnorm(0.975) x SE
ucl <- beta + gnorm(0.975) * SE
cbind (beta, 1lcl, ucl)

#Result

beta lcl ucl
(Intercept) 0.0426 -0.0462 0.131
gsmk 0.6598 0.3585 0.961

Estimatet for 5; med de stabiliserede IP vagte er Bl = 0.6598, og det 95% konfidensinterval
er (0.3585,0.961). Dette er lig med det tidligere resultat med ikke-stabiliserede IP vegte. Sa
nogen kan undre sig over, hvorfor man benytter sig af stabiliserede IP vaegte, men estimaterne
er kun lig med hinanden, nar der tilpasses en mettet lineeer model pa data, hvilket betyder, at
der er observationer for alle mulige verdier af A, og i vores model er der kun to mulige verdier
for A. Ofte har man ikke en mattet model, og sa far man ofte et smallere konfidensinterval ved

at benytte sig af stabiliserede IP vagte.

Estimering af parameter med kontinuert behandlingsvariabel

I stedet for at anvende en binar variabel, prgver vi at estimere parametrene, nar der haves en
kontinuert behandlingsvariabel. Denne kontinuerte behandlingsvariabel er ’cigdef”, som er for-
skellen pa antallet af cigaretter per dag, der blev rgget i periode 3 og periode 1. Det undersgges

nu, om “cigdef” har indflydelse pa "bmidef™.
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datlS$cigdef <- datl.1S$frmg_per3.CIGPDAY-datl$CIGPDAY

cig.denom.fit <- 1Im(cigdef~ as.factor (SEX)+AGE+ I (AGE"2)
+as.factor (educ)+ CIGPDAY+ I (CIGPDAY"2)+ BMI
+ I(BMI"2), data = datl)

p.den <- predict(cig.denom.fit, type = "response")

dens.den <- dnorm(datlS$Scigdef, p.den, summary(cig.denom.fit) $sigma)

Nar de stabiliserede IP vegte skal estimeres, kan der ikke ggres som tidligere, da der haves
en kontinuert behandlingsvariabel. Den kontinuerte behandlingsvariabel betyder, at f(A|L) i
stedet for at vere en sandsynlighed nu er en pdf, som antages at vare tetheden for en normal-
fordeling, som bruges til at beregne middelvardierne for individerne. Disse beregnede middel-
vardier gemmes i middelvaerdivektoren ’p.den”, og variansen kommer fra den tilpassede model

“cig.denom.fit”. I naste del findes telleren ved at tilpasse en linezr model.

cig.numer.fit <- 1lm(cigdef ~ 1, data datl)
p.num <- predict(cig.numer.fit, type = "response")

dens.num <- dnorm(datlS$Scigdef, p.num, summary (cig.numer.fit) $sigma)

datl$sw.a <- dens.num / dens.den
summary (datlSsw.a)
#Result
Min. 1st Qu. Median Mean 3rd Qu. Max.
0 1 1 1418 1 4163111

Det kan ses, at vi far en minimumsverdi pa 0 og en maksimumsvardi pa 4163111, hvilket umid-
delbart ikke giver mening i denne sammenha&ng, men for at afprgve teori og koden fortsattes
der med at arbejde med det. Man skal ogsa vaere opmarksom pa, at IP vagte for kontinuerte

behandlingsvariabler er fglsomme for valget af modellen, der tilpasses den betingede tethed

f(AIL).

fitgee.sw.a <- geeglm(bmidef~ cigdef+ I (cigdefxcigdef), data = datl,
weights = sw.a, id =frmg_per3.RANDID,
corstr = "independence" )

summary (fitgee.sw.a)

#Result

Call:

geeglm (formula = bmidef ~ cigdef + I(cigdef = cigdef), data = datl,

weights = sw.a, id = RANDID, corstr = "independence™)
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Coefficients:

Estimate Std.err Wald Pr(>|W])
(Intercept) -0.880570 0.426415 4.26 0.039 =
cigdef -0.075042 0.032733 5.26 0.022

I(cigdef x cigdef) 0.004052 0.000571 50.36 1.3e-12 =%xx

Signif. codes: 0 #*xx 0.001 %% 0.01 = 0.05 . 0.1 1

Correlation structure = independence

Estimated Scale Parameters:

Estimate Std.err
(Intercept) 0.0138 0.015

Number of clusters: 3125 Maximum cluster size: 1

beta <- coef(fitgee.sw.a)

SE <- coef (summary (fitgee.sw.a)) [, 2]
lcl <= beta - gnorm(0.975) =% SE

ucl <- beta + gnorm(0.975) x SE
cbind (beta, 1lcl, ucl)

#Result

beta lcl ucl
(Intercept) -0.88057 -1.71633 -0.04481
cigdef -0.07504 -0.13920 -0.01089

I(cigdef * cigdef) 0.00405 0.00293 0.00517

Ud fra disse 95% konfidensintervaller kan det ses, at nulhypotesen om at “cigdef” ikke har
nogen indflydelse pa "bmidef”, kan forkastes, da konfidensintervallerne ikke indeholder 0. Hvis
et konfidensinterval indeholder 0, betyder det, at estimatet pa parameteren ikke er forskellig nok
fra O til at sige, om parameteren har nogen indflydelse pa responsvariablen "bmidef”. Da vores
konfidensintervaller ikke indeholder 0, har ”cigdef” indflydelse pa "bmidef”. Denne signifikans
kan muligvis komme fra, at vores vagte er merkelige, og at den stgrste vegt har en vardi over

4 millioner.

Estimering af parametre i en logistisk model

I denne model kigges der pa, om rygestop har en indflydelse pa dgdfald. Det er en logistisk
model, da variablen "DEATH” er binzr og ikke kontinuert. Der laves fgrst en tabel for at fa et

indblik i, hvordan individerne er fordelt blandt dgdsfald og rygestop.

table (datlS$Sgsmk, datlS$SDEATH)
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#Result
0 1
0 2060 610
1 334 121

Den fglgende kode er den samme opskrift som i de tidligere modeller. De vagte, der bliver

anvendt i modellen, er de tidligere estimerede stabiliserede IP vaegte.

fitgee.sw.log <- geeglm(DEATH~ gsmk, data = datl,
weights = sw, id =RANDID,
corstr = "independence" )
summary (fitgee.sw.loq)
#Result
Call:
geeglm (formula = DEATH ~ gsmk, data = datl, weights = sw,
id = RANDID, corstr = "independence")

Coefficients:

Estimate Std.err Wald Pr(>|W])
(Intercept) 0.23756 0.00848 784.05 <2e-16 **x*
gsmk -0.03166 0.02410 1.73 0.19

Signif. codes: 0 #*%xx 0.001 %% 0.01 = 0.05 . 0.1 1

Correlation structure = independence

Estimated Scale Parameters:

Estimate Std.err
(Intercept) 0.179 0.00427

Number of clusters: 3125 Maximum cluster size: 1

beta <- coef (fitgee.sw.1loq)

SE <- coef (summary (fitgee.sw.loqg)) [, 2]
lcl <= beta - gnorm(0.975) x SE

ucl <- beta + gnorm(0.975) x SE

cbind (beta, 1lcl, ucl)

#Result

beta lcl ucl
(Intercept) 0.2376 0.2209 0.2542
gsmk -0.0317 -0.0789 0.0156
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Ud fra 95% konfidensintervallet for ”’qsmk’ kan nulhypotesen ikke forkastes, da den indeholder
0. Dette betyder, at rygestop ikke har nogen indflydelse pa, om man dgr ifglge denne model.
Intuitivt giver det mening, at individer har mindre sandsynlighed for at dg, hvis de stopper med
at ryge. Vores resultat kan komme fra, at datas@ttet omhandler individer, der har veret med 1 et

studie om hjerte-kar-sygdomme, og derfra kan der vere bias.

Indflydelse af kgn pa rygestop

Der ses nu pa, om kgn har en indflydelse pa, om man stopper med at ryge. Dette ggres ved at in-
kludere en kovariat, som muligvis ikke er en confounder, for at kunne bedgmme om kovariaten

har nogen effekt. Denne model ser ud pa fglgende made
EY*|V] = By + Bra+ BV + B3V a,

hvor kovariaten har en effekt, hvis 53 # 0. Til dette skal vi finde nogle stabiliserede IP vaegte.
Der benyttes den tidligere udregnede pd.qsmk” som navneren, og herefter udregnes telleren

med samme opskrift som tidligere.

numer.fit <-
glm(gsmk ~ as.factor (SEX), family = binomial(),
data = datl)
summary (numer.fit)
#Result
Call:
glm(formula = gsmk ~ as.factor (SEX), family = binomial (), data = datl)

Deviance Residuals:
Min 10 Median 30 Max
-0.683 -0.683 -0.459 -0.459 2.147

Coefficients:

Estimate Std. Error z value Pr(>|z|)
(Intercept) -1.3379 0.0678 -19.8 <2e—-16 **x*
as.factor (SEX)2 -0.8606 0.1037 -8.3 <2e-16 **x*

Signif. codes: 0 #*%xx 0.001 %% 0.01 = 0.05 . 0.1 1

(Dispersion parameter for binomial family taken to be 1)

Null deviance: 2593.8 on 3124 degrees of freedom

Residual deviance: 2523.1 on 3123 degrees of freedom

AIC: 2527
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Number of Fisher Scoring iterations: 4

pn.gsmk <- predict (numer.fit, type = "response")
datl$sw.sex <-
ifelse(datl$gsmk == 0, ((1 - pn.gsmk) / (1 - pd.gsmk)),

(pn.gsmk / pd.gsmk))

summary (dat1$sw.sex)

#Result
Min. 1st Qu. Median Mean 3rd Qu. Max.
0.24 0.87 0.95 0.99 1.08 11.04

Disse vaegte ser fornuftige ud, da middelverdien, 0.99, er tet pa hvad den teoretiske middel-

vaerdi skal vere for de stabiliserede IP vagte, nemlig 1.

Nu tilpasses der en GEE model med variablerne “qsmk”, ”SEX” og interaktionsvariablen mel-

lem disse. Dette ggres for at se, om der er interaktion mellem rygestop og ken.

fitgee.sw.sex <- geeglm(bmidef~ as.factor (gsmk)+ as.factor (SEX)+
as.factor (gsmk) :as.factor (SEX)
, data = datl, weights = sw.sex,
id =RANDID, corstr = "independence" )
summary (fitgee.sw.sex)
#Result
Call:

geeglm (formula = bmidef ~ as.factor (gsmk) + as.factor (SEX) +

as.factor (gsmk) :as.factor (SEX), data = datl, weights = sw.sex,
id = RANDID, corstr = "independence")
Coefficients:

Estimate Std.err Wald Pr(>|W]|)
(Intercept) -0.1867 0.0635 8.63 0.0033 =*=*
as.factor (gsmk) 1 0.6714 0.2293 8.58 0.0034 =~
as.factor (SEX) 2 0.3967 0.0893 19.73 8.9e-06 *x=*
as.factor(gsmk)l:as.factor (SEX)2 -0.0345 0.3045 0.01 0.9099

Signif. codes: 0 #*%xx 0.001 %% 0.01 = 0.05 . 0.1 1

Correlation structure = independence
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Estimated Scale Parameters:

Estimate Std.err
(Intercept) 5.47 0.227

Number of clusters: 3125 Maximum cluster size: 1

beta <- coef(fitgee.sw.sex)

SE <- coef (summary (fitgee.sw.sex)) [, 2]
lcl <= beta - gnorm(0.975) =% SE

ucl <- beta + gnorm(0.975) x SE

cbind (beta, 1lcl, ucl)

#Result

beta 1lcl ucl
(Intercept) -0.1867 -0.311 -0.0621
as.factor (gsmk) 1 0.60714 0.222 1.1207
as.factor (SEX) 2 0.3967 0.222 0.5718

as.factor(gsmk)l:as.factor (SEX)2 -0.0345 -0.631 0.5624

Ud fra disse 95% konfidensintervaller kan det ses, at interaktionsvariablen har konfidensinter-
vallet (—0.631,0.5624). Dette betyder at nulhypotesen, om at der ikke er interaktion mellem
rygestop og ken, ikke kan forkastes. Dette tolkes som om, at der ikke er interaktion, og va-
riablen ikke er vigtig at have med i en model. Derudover kan det ses, at nulhypoteserne for

variablerne ”gsmk” og "SEX” kan forkastes, hvilket betyder, at de har indflydelse pa ens vagt.

Der er nu blevet set pa, hvordan IP vaegtning kan anvendes, og i naste afsnit ses der pa standar-

disering.

3.2 Standardisering

I dette afsnit estimeres den gennemsnitlige kausale effekt ved anvendelse af standardisering, se
Definition[2.2.7] I den fgrste del estimeres der kun et groft bud p&, hvad den gennemsnitlige BMI
forskel er for alle verdier af "qsmk™ ved anvendelse af en glm. Den tilpassede glm anvendes
til at prediktere BMI forskel for alle individer i datasattet, hvilket gemmes i en variabel, som
kaldes “predicted.meanY”’, som anvendes til at finde det grove estimat ved at tage gennemsnittet

af de predikterede vardier.

fit <- glm(bmidef~ gsmk + SEX+ AGE+ I (AGE*AGE)+ as.factor (educ)
+ CIGPDAY+ I (CIGPDAY+«CIGPDAY)+ BMI + I (BMI*BMI)
+ gsmk*CIGPDAY, data = datl)

summary (f£it)
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#Result

Call:

glm(formula = bmidef ~ gsmk + SEX + AGE + I (AGE » AGE) +
as.factor (educ) + CIGPDAY + I (CIGPDAY x CIGPDAY) + BMI +
I(BMI » BMI) + gsmk = CIGPDAY, data = datl)

Deviance Residuals:

Min 10 Median 30 Max
-14.239 -1.229 -0.021 1.160 11.796
Coefficients:

Estimate Std. Error t value Pr(>|t])

(Intercept) 3.853357 1.726619 2.23 0.0257 =
gsmk 0.090237 0.194238 0.46 0.6423
SEX 0.268741 0.086650 3.10 0.0019 *x
AGE -0.004172 0.057587 -0.07 0.9423
I(AGE x AGE) -0.000734 0.000575 -1.28 0.2019
as.factor (educ) 2 -0.008065 0.097445 -0.08 0.9340
as.factor (educ) 3 -0.323371 0.115386 -2.80 0.0051 *x
as.factor (educ) 4 -0.283174 0.129939 -2.18 0.0294 «
CIGPDAY -0.028182 0.009129 -3.09 0.0020 *=
I (CIGPDAY  CIGPDAY) 0.000381 0.000258 1.48 0.1397
BMI -0.022914 0.071987 -0.32 0.7503
I(BMI = BMI) -0.002079 0.001279 -1.63 0.1041
gsmk : CIGPDAY 0.046222 0.010158 4.55 5.6e-06 xxx

Signif. codes: 0 #*%xx 0.001 =% 0.01 = 0.05 . 0.1 1

(Dispersion parameter for gaussian family taken to be 4.79)
Null deviance: 17572 on 3124 degrees of freedom

Residual deviance: 14917 on 3112 degrees of freedom

AIC: 13781

Number of Fisher Scoring iterations: 2

datl$predicted.meanY <- predict (fit, datl)

summary (datl$predicted.meany)

#Result
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Min. 1st Qu. Median Mean 3rd Qu. Max.
-6.07 -0.45 0.23 0.16 0.80 2.65

summary (datlS$bmidef)

#Result
Min. 1st Qu. Median Mean 3rd Qu. Max.
-17.05 -1.10 0.18 0.16 1.48 12.08

Det ses at estimatet pa BMI forskellen har en middelvardi pa 0.16, og en minimumsverdi pa
—6.07 og en maksimumsvardi pa 2.65. Det kan ses, at middelvardien passer godt pa de obser-
verede BMI forskelle, da middelvaerdien af de observerede verdier er 0.16, hvilket er det, der

blev estimeret.

I afsnittet om standardisering blev der anvendt data fra Tabel [2.4] hvor det ikke var et problem
at udregne P(L = [) for alle veerdier af L, men nar der arbejdes med data med mange variabler,
kan det blive kompliceret. Sa for at undga at udregne P(L = [) benyttes egenskaben, at den

vaegtede middelvardi

Y EY|[A=a,L=1P(L=1)

kan skrives som
E[E[Y|A = a, L]].

For at benytte dette anvendes en 4-trins metode, som fgrst er udvidelse af datasattet, derefter
modellering af udfald, prediktion og til sidst standardisering ved gennemsnit. Udvidelse af
datasettet sker pa den made, at der laves 3 kopier af datasattet, hvor der ikke @ndres noget i
den fgrste kopi. I den anden kopi s&ttes behandling A, her "qsmk™, til 0 altsa ikke behandlet, og
responsvariablen sattes til NA. Analogt for den tredje kopi dog sattes "qsmk™ til 1, og herefter
kombineres alle tre kopier i et samlet datasat. Derefter tilpasses en glm, der bliver anvendt til

at estimere middelvardien for de tre kopier af datasattet.

datl$interv <- -1 #Fgrste kopi af data lig med det originale dataseat.

interv0 <- datl #Anden kopi: behandling sat til 0, respons missing.
interv0S$Sinterv <- 0

interv0Sgsmk <- 0

interv0Sbmidef <- NA

intervl <- datl #Tredje kopi: behandling sat til 1, respons missing.

intervl$Sinterv <- 1
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intervlS$Sgsmk <- 1
intervlSbmidef <- NA

onesample <- rbind(datl, interv0, intervl)

std <- glm(bmidef~ gsmk + SEX+ AGE+ I (AGE*AGE)+ as.factor (educ)
+ CIGPDAY+ I (CIGPDAY*CIGPDAY)+ BMI +
I(BMI*BMI) + gsmk+xCIGPDAY, data = onesample)
summary (std)
#Result
Call:
glm(formula = bmidef ~ gsmk + SEX + AGE + I (AGE » AGE) +
as.factor (educ) + CIGPDAY + I (CIGPDAY * CIGPDAY) + BMI +
I(BMI = BMI) + gsmk x CIGPDAY, data = onesample)

Deviance Residuals:

Min 10 Median 30 Max
-14.239 -1.229 -0.021 1.160 11.796
Coefficients:

Estimate Std. Error t value Pr(>|t])

(Intercept) 3.853357 1.726619 2.23 0.0257 =
gsmk 0.090237 0.194238 0.46 0.6423
SEX 0.268741 0.086650 3.10 0.0019 *x
AGE -0.004172 0.057587 -0.07 0.9423
I(AGE x AGE) -0.000734 0.000575 -1.28 0.2019
as.factor (educ) 2 -0.008065 0.097445 -0.08 0.9340
as.factor (educ) 3 -0.323371 0.115386 -2.80 0.0051 =*=
as.factor (educ) 4 -0.283174 0.129939 -2.18 0.0294 =
CIGPDAY -0.028182 0.009129 -3.09 0.0020 *=
I(CIGPDAY  CIGPDAY) 0.000381 0.000258 1.48 0.1397
BMI -0.022914 0.071987 -0.32 0.7503
I(BMI x BMI) -0.002079 0.001279 -1.63 0.1041
gsmk : CIGPDAY 0.046222 0.010158 4.55 5.6e-06 *x*x

Signif. codes: 0 #*%xx 0.001 =% 0.01 = 0.05 . 0.1 1

(Dispersion parameter for gaussian family taken to be 4.79)

Null deviance: 17572 on 3124 degrees of freedom
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Residual deviance: 14917 on 3112 degrees of freedom
(6250 observations deleted due to missingness)

AIC: 13781

Number of Fisher Scoring iterations: 2

onesampleS$Spredicted.meanY <- predict (std, onesample)

mean (onesample [which (onesampleS$Sinterv== -1), ]$predicted.meanY)
#Result
[1] 0.158

mean (onesample [which (onesampleSinterv== 0), ]S$predicted.meany)
#Result
[1] 0.0357

mean (onesample [which (onesample$interv== 1), ]S$predicted.meany)
#Result
[1] 0.522

Det fgrste estimat fra den u@ndrede kopi, er lig med det tidligere grove estimat, hvilket giver
god mening, da det er det samme data, der er blevet anvendt. Estimatet pa den anden kopi er
0.0357, som er vores estimerede middelvardi, hvis alle individer i datasattet ikke stoppede med
at ryge. Da dette er positivt, betyder det, at selv hvis man ikke stoppede med at ryge, tager man
stadig pa i vaegt, dog ikke sarlig meget. Den estimerede middelvardi, hvis alle stoppede med at
ryge, er 0.522, hvilket er markant stgrre, end hvis de ikke stoppede med at ryge. Dette betyder,
at hvis man stopper med at ryge, tager man mere pa i vagt, end hvis man ikke stopper med
at ryge. Den estimerede gennemsnitlige kausale effekt bliver derfor 0.522 — 0.0357 = 0.4863,
hvilket giver, at nar man stopper med at ryge, stiger ens BMI med 0.4863 ifglge modellen.

For at fa et 95% konfidensinterval anvendes en metode kaldet ”bootstrap”. Denne metode gar ud
pa, at man har et datasat og en funktion, der udregner de interessante estimater. Nar bootstrap
begynder, laver den et nyt datasat ud fra det givne ved at udvalge tilfeldige individer i data-
settet, hvor det samme individ godt kan udvelges flere gange. Derefter anvendes funktionen,
og estimaterne findes. Dette gentages et vist antal gange, 1 vores tilfelde 1000 gange, og til sidst
har man en vektor bestaende af de interessante estimater. Derefter kan et 95% konfidensinterval

udregnes pa sedvanligvis.

library (boot)
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standardization <- function (data, indices) {
# Lav de tre datasaet og kombiner dem som tidligere.
d <- datal[indices, ]
d$interv <- -1
do <- d
dO0Sinterv <- 0
dO0sSgsmk <- 0
dOSbmidef <- NA
dl <- d
dl$interv <- 1
dlsgsmk <- 1
dlS$bmidef <- NA
d.onesample <- rbind(d, d0, dl)

fit <- glm(bmidef~ gsmk + SEX+ AGE+ I (AGE*AGE)+ as.factor (educ)
+ CIGPDAY+ I (CIGPDAY+«CIGPDAY)+ BMI + I (BMI*BMI)
+ gsmk*CIGPDAY, data = d.onesample)

d.onesampleS$Spredicted_meanY <- predict (fit, d.onesample)

# Estimer middelvaerdi for hver gruppe i interv og forskellen

# mellem interv=1 og interv=0.

return (c (

mean (d.onesampleSpredicted_meanY[d.onesample$interv == -117),
mean (d.onesampleSpredicted_meanY[d.onesampleSinterv == 0]),
mean (d.onesample$predicted_meanY [d.onesample$Sinterv == 1]),
mean (d.onesampleSpredicted_meanY[d.onesample$Sinterv == 1]) -

mean (d.onesample$predicted_meanY[d.onesample$Sinterv == 0])

results <- boot (data = datl,
statistic = standardization,

R=1000)

se <— c(sd(resultsst],
sd (results$t |,
sd (resultsst ([,
sd(resultsS$St [,
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mean <— results$tO
11 <- mean - gnorm(0.975) xse

ul <- mean + gnorm(0.975) xse

bootstrap <- data.frame (cbind/(
c("Observed", "No_ Treatment", "Treatment",

"Treatment - No_Treatment"),

mean,

se,

11,

ul
))
bootstrap
#Result

V1 mean se

1 Observed 0.158160000000003 0.0420634136902096
2 No Treatment 0.0357019893213362 0.0445892298013628
3 Treatment 0.521713591505134 0.12490555109426
4 Treatment - No Treatment 0.486011602183798 0.13191191632042

11 ul
1 0.0757172241003832 0.240602775899623
2 -0.051691295187715 0.123095273830387
3 0.276903209891257 0.766523973119011
4 0.227468997064113 0.744554207303483

Det fundne 95% konfidensinterval for den gennemsnitlige kausale effekt er (0.23,0.74).

3.3 Konklusion af databehandling

For IP vegte estimerede vi, at den gennemsnitlige kausale effekt er 0.6598 med 95% konfi-
densinterval (0.3585,0.961), og for standardisering er estimatet pa den gennemsnitlige kausale
effekt 0.486 med 95% konfidensinterval (0.23,0.74). Der er forskel pa estimaterne pa 0.1738,
hvilket ikke er en stor forskel. Der er ogsd overlap mellem deres 95% konfidensintervaller,
hvilket kan betyde, at begge estimater tager fejl, men med 95% sikkerhed er den sande veer-
di i konfidensintervallerne. Vores fgrste grove estimat pa den gennemsnitlige kausale effekt var
associationsforskellen pa 0.61. Dette estimat ligger mellem estimaterne for IP vegtning og stan-
dardisering, sa det har veret et godt bud, men ikke sarlig praecist. Selvom de to estimater er
forskellige, kan vi dog konkludere ud fra, at de begge to er positive, at hvis man stopper med at

ryge, stiger ens BMIL.
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Disse estimater skal tages med skepticisme, da man kun er sa sikker pa estimaterne, som man

er sikker pa, at datasattet opfylder de fglgende krav:
* Ombyttelighed,

¢ Positivitet,
» Konsistens,
* Ingen malingsfejl,

* Ingen model fejlspecifikation.

Disse krav kan vere svere at opfylde, sa nar man laver kausal inferens, skal man vere kritisk

og passe pa med, hvad man konkluderer ud fra observationsdata.
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Konklusion

Kausalitet kan estimeres ved at anvende begrebet gennemsnitlig kausale effekt, som for binare
behandlingsvariabler og udfaldsvariabler estimeres ved E[Y'|A = 1] — E[Y'|A = 0]. Hvis ikke
der tages hgjde for indflydelse fra andre variabler, er dette et groft estimat. Det er heller ikke
ngdvendigvis den gennemsnitlige kausale effekt, der er blevet estimeret. Det kan ogsa vere den

gennemsnitlige associationseffekt.

Den made man tager hgjde for indflydelse fra andre variabler til estimation af den gennemsnit-
lige kausale effekt, kan ggres ved at anvende specielle metoder. I dette projekt kiggede vi pa
to forskellige metoder kaldet IP vagtning og standardisering. IP vagtning er en parametrisk
metode, som anvender variabler til at give et individ en specifik vagt baseret pa disse variabler.
Standardisering er en ikke-parametrisk metode, som udregnes ved at behandle et datasat pa en
speciel made og derefter udregne middelvardier. Man skal selv bestemme, hvilken metode man

vil anvende til estimation, da det ikke er forkert at anvende den ene eller den anden.

Ud fra databehandlingen har rygestop en kausal effekt pa @ndring i BMI. Med IP vaegtning esti-
merede vi den gennemsnitlige kausale effekt til at veere 0.6598 med et 95% konfidensinterval pa
(0.3585,0.961), hvilket betyder, at ens BMI stiger efter rygestop, hvilket vil sige, at man tager
pa i vegt. Standardisering gav et estimat pa 0.486 med et 95% konfidensinterval pa (0.23,0.74),
hvilket betyder, at standardisering ogsa siger, at man tager pa i vagt efter rygestop. Man skal
dog ikke veare helt sikre pa disse resultater, da der kan vare nogle krav, som ikke er opfyldt
til at kunne stole pa den kausale inferens. Da begge estimater er positive, gar vi ud fra, at man

tager pa i vagt efter rygestop.
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